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Einführung und Forschungs-
stand

Die vossianische Antonomasie (VA) ist ein rhetorisches
Stilmittel aus der Familie der Antonomasien, eng ver-
wandt mit Metonymie und Metapher. Während bei der
klassischen Antonomasie ein Eigenname durch eine
typische Eigenschaft ersetzt wird (wenn etwa Michael
Schumacher als »der Kerpener« bezeichnet wird), funk-
tioniert die vossianische Antonomasie genau umgekehrt.
Hier wird ein typisches Merkmal einer Person durch den
Eigennamen einer anderen Person evoziert.

Wenn ein Journalist zum Beispiel Wilson Kipketer, den
dänischen Mittelstreckenläufer kenianischer Herkunft,
als »Greta Garbo der Leichtathletik« bezeichnet, wird eine
typische Eigenschaften der Filmschauspielerin aufgeru-
fen, in diesem Fall ihre distanzierte, zurückhaltende Art,
wie dieses Zitat aus der New York Times zeigt: »Kipke-
ter is as guarded [zurückhaltend] as he is fast; some re-
porters have labeled him the Greta Garbo of track and
field.« (NYT, 8. August 1997).

Eine vossianische Antonomasie setzt sich im Normal-
fall aus drei Teilen zusammen: dem Target (Wilson Kipke-
ter), der Source (Greta Garbo) und dem Modifier (Leicht-
athletik) (vgl. Bergien 2013). Der Modifier verschiebt eines
oder mehrere Merkmale der Source in das Umfeld des
Targets. In dieser Arbeit konzentrieren wir uns auf die sys-
tematische Analyse des Modifiers.

Die automatisierte Erkennung und Extraktion vossia-
nischer Antonomasien hat sich in den letzten fünf Jah-
ren rasch ausdifferenziert. Während Jäschke et al. 2017
und Fischer et al. 2019 semi-automatisierte Verfahren
nutzten, um VA-Ausdrücke in großen Zeitungskorpora
ausfindig zu machen, setzten Schwab et al. (2019, 2022)

automatisierte Verfahren ein, die meist auf neuronalen
Netzen basierten.

Da wir mit einem großen Korpus und Word Embed-
dings arbeiten, ist unser Forschungsbeitrag der erste,
der eine quantitative Untersuchung dieses Phänomens
mit einer thematischen Gruppierung der verschiede-
nen Modifier verbinden kann. Unsere Forschungsergeb-
nisse stellen wir auch über eine interaktive Visualisierung
bereit ( https://vossanto.weltliteratur.net/dhd2023/mo-
difier.html ).

Datensatz

Wir nutzen den VA-Datensatz aus Schwab et al. 2019,
welcher mittels eines semi-automatisierten Verfahrens
aus dem New York Times -Korpus (Sandhaus 2008) ge-
neriert wurde. Das NYT-Korpus besteht aus mehr als 1,8
Mio. Zeitungsartikeln der NYT aus den Jahren 1987–2007.
Mit Hilfe des regulären Ausdrucks

\\ b(the|an?)\\s+([\w.,’-]+\\s+){1,5}?(of|for|among)\\b
wurden Kandidatensätze ermittelt, d.h. alle Sätze, die

Phrasen enthalten, welche mit »the«, »a« oder »an« an-
fangen und mit »of«, »for« oder »among« enden, wo-
bei zwischen diesen beiden Polen ein bis fünf Wörter
platziert sein können. Die Wörter zwischen Anfangs-
und Endsignal stellten die potenzielle Source-Phrase dar
und wurden mit einer Wikidata-Liste abgeglichen, die
alle Entitätennamen aus Wikidata (inkl. Aliasse) enthiel-
ten, die die Eigenschaft ›instanceOf‹ ›human‹ aufweisen.
Die Source-Kandidaten wurden also auf Menschen be-
schränkt, die in Wikidata verzeichnet sind (dabei handelt
es sich um eine bewusste Beschränkung bei der Unter-
suchung des Phänomens – VA können auch mit Orten,
Markennamen, Comicfiguren usw. operieren). Anschlie-
ßend wurden diese Kandidaten mit einer manuell erstell-
ten Sperrliste abgeglichen, um falsche Kandidaten aus-
zuschließen.

Dieser Datensatz wurde in Schwab et al. 2022 verfei-
nert. Alle VA-Phrasen (Target, Source, Modifier) wurden
auf Wortebene innerhalb der Sätze annotiert. Insgesamt
enthält der Datensatz 5.995 Sätze, davon enthalten 3.066
einen VA-Ausdruck und 2.929 enthalten keinen, sind aber
syntaktisch ähnlich aufgrund des genutzten regulären
Ausdrucks.

In Tabelle 1 sind die zehn häufigsten Modifier des
Datensatzes aufgelistet. Die häufigsten Ausdrücke sind
temporale Ausdrücke (»his day«, »his time«, »the 90s«),
geografische Angaben (»Japan«,» China«) und Sportar-
ten (»tennis«, »baseball«, »ballet«).

Tabelle 1: Die zehn häufigsten Modifier im Datensatz inklusive ihrer
Häufigkeit.

Modifier Anzahl

his day 56

his time 35

Japan 32

the 90s 21

China 17

our time 17

tennis 16

his generation 16

baseba ll 16

her time 14
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Methode

Wir nutzen kontextabhängige Word Embeddings, um
die Modifier-Phrasen in hochdimensionale Vektoren zu
transformieren, die die Semantik des Textes wiederge-
ben sollen.

Mit Hilfe von Word Embeddings wurden in den
letzten Jahren viele Benchmarks im Bereich Natural
Language Processing erstellt. Insbesondere kontext-
abhängige Word Embeddings, d.h. die numerische Re-
präsentation von Wörtern und Tokens in Abhängigkeit
ihres Kontexts, haben viel Aufmerksamkeit auf sich ge-
zogen. Der Vorteil dieser Word Embeddings im Gegen-
satz zu kontextunabhängigen Word Embeddings ist die
Möglichkeit, Homonyme korrekt darzustellen. Wir benö-
tigen die numerische Repräsentation der Phrasen, um
anschließend ein Clustering-Verfahren durchführen zu
können, welches die Modifier in Themenbereiche grup-
pieren soll.

Wir greifen auf Sentence-Transformers zurück, wel-
ches aus Sentence-BERT (Reimers et al. 2019) hervor-
gegangen ist. Das Modell basiert auf transformerbasier-
ten Sprachmodellen wie BERT (Devlin et al. 2019). Im
Gegensatz zu BERT wird S-BERT allerdings mittels ei-
ner siamesischen Netzwerkstruktur trainiert, der Output
wird durch eine Pooling Operation in einen hochdimen-
sionalen Vektor transformiert. Dadurch kann das trai-
nierte Modell effizient semantische Ähnlichkeiten zwi-
schen Texten errechnen. Wir nutzen das Modell »all-
mpnet-base-v2«, welches die besten Resultate in der
Anwendung auf verschiedene Datensätze zeigte (siehe
https://www.sbert.net/docs/pretrained_models.html ).

Dies wenden wir auf die einzelnen Modifier an. Das
Netzwerk liefert für jeden Modifier einen 768-dimensio-
nalen Vektor. Diese numerischen Vektoren lassen sich
nun durch ein Clustering-Verfahren gruppieren.

Wir entscheiden uns für den k-means-Algorithmus
(MacQueen 1967), um die Vektoren in Cluster einzutei-
len. Wir nutzen k-means aufgrund verschiedener Annah-
men. Einmal gehen wir davon aus, dass es relativ wenige
Ausreißer gibt, da die VA-Ausdrücke aus dem Datensatz
häufig in ähnlichen Themengebieten in der New York
Times vorkommen (vgl. Fischer et al. 2019). Außerdem
können wir die Anzahl der Cluster angeben und diese
während der Analyse variieren, um zu beobachten, wie
sich die Gruppierungen in Abhängigkeit davon verhalten.
Dies funktioniert mit dichtebasierten Clustering-Algorith-
men nicht so einfach. Da k-means in der Berechnung
der Cluster die quadrierte euklidische Distanz nutzt, nor-
malisieren wir die Output-Vektoren, da die normalisierte
quadratische euklidische Distanz proportional zur Kosi-
nus-Distanz ist, welche in Reimers et al. 2019 genutzt wird,
um die Ähnlichkeit zwischen zwei Vektoren zu berech-
nen.

Im Anschluss an das Clustering möchten wir den ein-
zelnen Clustern Themen zuordnen, durch ein an das »To-
pic Modeling« angelehntes Verfahren. Stark vereinfacht
basieren klassische Topic-Modeling-Modelle auf der An-
nahme, dass Wörter, die besonders häufig gemeinsam
in Sequenzen vorkommen, ein abstraktes Thema bilden.
Meist wird Topic Modeling auf längere Dokumente an-
gewandt, bei denen von signifikanten Wort-Überschnei-

dungen ausgegangen werden kann. 97 Prozent der Modi-
fier-Phrasen bestehen jedoch aus einem bis vier Wörtern
und weisen dadurch kaum Überschneidungen auf. So-
mit sind sie für klassisches Topic Modeling ungeeignet.
Selbst beim sogenannten Short Text Topic Modeling wird
mit Textsorten wie Tweets oder Rezensionen trainiert,
welche immer noch bedeutend länger sind als unsere
Phrasen.
Wir nutzen stattdessen den Vorteil, dass viele der Formu-
lierungen Nominalphrasen oder Nomen sind. Dadurch
sind sie unter anderem im WordNet (Fellbaum 1998) zu
finden, einer lexikalischen Datenbank, die Wortbedeu-
tungen, Synonyme und viele andere Features bereitstellt.
Das Projekt WordNet Domains (Bentivogli et al. 2004)
hat zusätzlich jedem Wort bzw. jedem Synset (Gruppe
ähnlicher Wörter) in WordNet semi-automatisch ein oder
mehrere Domains zugeordnet, die für uns als Themenge-
biete genutzt werden können. Diese Domains sind hier-
archisch gegliedert. Dies nutzen wir aus und weisen je-
der Modifier-Phrase, soweit vorhanden, ihre Domains zu.
Vorher nutzen wir noch das NLTK Toolkit (Bird et al. 2009),
um alle Stoppwörter zu entfernen und die Ausdrücke da-
durch auf die Nomen zu reduzieren, zum Beispiel »her
time« zu »time« oder »the harmonica” zu »harmonica«.
Sollte die übrigbleibende Phrase im WordNet nicht vor-
handen sein, teilen wir sie in ihre einzelnen Wörter auf
und verfahren wie oben beschrieben für jedes Wort der
Phrase. Zum Schluss weisen wir die am häufigsten vor-
kommende Domain der Phrasen je Cluster dem jeweili-
gen Cluster als Themengebiet zu. In der Web-App kann
man sich zusätzlich die zehn hochfrequentesten Do-
mains anschauen.

Anschließend können wir die Cluster visualisieren. Da
die Vektoren hochdimensional sind, nutzen wir verschie-
dene Dimensionsreduktionsalgorithmen, um sie auf zwei
Dimensionen zu reduzieren. Wir vergleichen mehrere Al-
gorithmen – PCA (Hauptkomponentenanalyse, Pearson
1901), t-SNE (t-distributed stochastic neighbor embed-
ding Methode, van der Maaten 2008), UMAP (Uniform
Manifold Approximation and Projection, McInnes et al.
2018), IVIS (Szubert et al. 2019) –, welche in der Web-
App ausgewählt werden können. Nach einigen Durch-
läufen hat sich die Kombination von PCA und t-SNE als
bestes Verfahren herausgestellt, welches wir kurz vor-
stellen. Wir wenden zuerst PCA an und reduzieren die
Vektoren auf eine Länge von 50. Die Hauptkomponen-
tenanalyse vereinfacht Daten, indem die Einträge der
Vektoren durch eine geringere Zahl möglichst aussage-
kräftiger Linearkombinationen (die Hauptkomponenten)
genähert werden. Zusätzlich nutzen wir t-SNE, um die 50-
dimensionalen Vektoren auf zweidimensionale Vektoren
zu reduzieren. Der Vorteil von t-SNE im Gegensatz zu
PCA liegt in der Möglichkeit, nichtlineare Abhängigkeiten
darzustellen. t-SNE reduziert die Vektoren außerdem so,
dass Vektoren, die in der höheren Dimension eine kurze
Distanz haben, auch in der reduzierten Dimension eine
kurze Distanz zueinander haben. Dadurch wird die lokale
wie auch globale Struktur bewahrt.

Erkenntnisse

Die Modifier für vossianische Antonomasien fallen im
New York Times -Korpus sehr vielgestaltig aus und sind
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nicht auf bestimmte Phrasen oder Wortgruppen limitiert.
Abbildung 1 zeigt beispielhaft die Visualisierung mit neun
Clustern, wobei die Themen von uns zunächst manuell
zugeordnet wurden. Einige der Cluster lassen sich bis auf
wenige Ausnahmen eindeutig bestimmten Themen zu-
ordnen, wie Sport, Musik und Tanz, Kunst, Film und Lite-
ratur, Geografie, Politik, Wirtschaft oder temporale Aus-
drücke.

Abbildung 1: Die Abbildung zeigt die Visualisierung des Clusterings
nach Dimensionreduktion mit neun Clustern. Den Clustern wurde
manuell ein Themengebiet zugeordnet.

Die automatisch gefundenen Themen durch WordNet
Domains stimmen mit den von uns manuell zugewie-
senen Themen fast vollständig überein, wie Abbildung 1
zeigt. Den von uns manuell annotierten Themen sind in
Klammern die automatisch gefundenen Themen beige-
sellt.

Der blaue Cluster in der Mitte ist allerdings sehr divers
und lässt sich nicht genau einer Kategorie zuordnen. Hier
tauchen Flora und Fauna auf (»the pumpkins, »Rottwei-
lers«), was zu dem automatisch gefundenen Themen-
gebiet Biologie passen würde. Allerdings kommen auch
»space wear«, »Buddhism« sowie »soft drinks« und »the
physics world« vor. Wir haben uns für das Rubrum Na-
turwissenschaft entschieden, welches auf einen Großteil
der Phrasen zutrifft.

Einer der Gründe für die Zusammensetzung dieses di-
versen Clusters ist der Umstand, dass k-means keine
Ausreißer zulässt und daher jeder Punkt genau einem
Cluster zugeordnet wird. Dadurch finden sich auch Phra-
sen, die eigentlich nicht in ein bestimmtes Themenge-
biet gehören oder für die es eigentlich zu wenige ähnliche
Phrasen gibt, in einem Cluster wieder.

Ein anderer Grund ist die Diversität der Modifier. Viele
Modifier bestehen nicht nur aus einem, sondern aus
mehreren Wörtern. Diese Phrasen könnte man verschie-
denen Themengebieten oder Subgenres zuordnen, z.B.
»ancient Alexandria« (Temporal, Geografie), »Korean ra-
dio« (Geografie, Technologie) oder »food writing« (Spei-
sen und Getränke, Literatur). Dies sind auch häufig Phra-
sen, die durch die Dimensionsreduktion nicht in der Nähe
der anderen Phrasen des Clusters liegen, weil zum Bei-
spiel »food writing« in die Nähe von anderen kulinari-
schen Phrasen verortet wurde, obwohl es ein Subgenre
der Literatur ist. An diesem Beispiel sieht man, dass
das Clustering-Verfahren das Wort richtig zugeordnet

hat (»food writing« gehört zum kulturellen Cluster), aber
falsch visualisiert wurde.

Abhängig von der Anzahl der Cluster unterteilt sich zum
Beispiel die Kultur nach und nach in Subgenres wie Lite-
ratur, Musik, Tanz, Film/TV oder Kunst. Dies kann man
in Abbildung 2 gut beobachten. Der linke Teil von Abbil-
dung 2 zeigt einen Ausschnitt der Visualisierung, in der
sechs Cluster gebildet wurden. Hier sind die meisten kul-
turbezogenen Phrasen in einem einzigen Cluster (grün)
gruppiert. Im rechten Teil ist der gleiche Ausschnitt zu
sehen, allerdings mit zwölf Clustern. Man kann gut er-
kennen, dass sich der kulturelle Cluster fast vollständig
in drei neue Cluster (grau, orange, blau) aufgeteilt hat,
nämlich »Kunst«, »Literatur und Film/TV« und »Musik und
Tanz«. Auch hier gibt es Grenzfälle wie zum Beispiel »mu-
sicals«. Das Clustering hat die Phrase zu »Musik und
Tanz« gruppiert, wohingegen in der Visualisierung das
Wort in die Nähe des Film-Clusters gerückt wurde, in dem
auch theaterbezogene Themen auftauchen.

Auch die Geografie teilt sich mit wachsender Anzahl an
Clustern in zwei Hälften, wobei in der einen ein Großteil
der US-amerikanischen Geografika angesiedelt sind, al-
lerdings nicht ausschließlich.

Abbildung 2: Die Abbildung zeigt einen Ausschnitt der Visualisie-
rung mit sechs Clustern auf der linken Seite und zwölf Clustern auf
der rechten Seite. Der Ausschnitt zeigt den Großteil der kulturellen
Phrasen.

Wie oben bereits angemerkt, stellen wir eine interak-
tive Visualisierung zur Datenexploration zur Verfügung,
in der die oben beschriebenen Fälle nachvollzogen wer-
den können. Die verschiedenen Dimensionsreduktions-
verfahren können selbst ausprobiert und die Anzahl
der Cluster variiert werden (1–15). Außerdem werden die
zehn am häufigsten vorkommenden Domains je Clus-
ter gezeigt, um einen Überblick über die Themen zu be-
kommen. Die Größe der Labels spiegelt die Anzahl der
Vorkommen im Datensatz wider. Zudem kann durch
eine Bereichsauswahl gezoomt werden ( https://vossan-
to.weltliteratur.net/dhd2023/modifier.html ).

Fazit und Ausblick

Unser Ansatz lenkt den Blick von den Eigennamen in
Source und Target einer vossianischen Antonomasie auf
den Modifier. Wir konnten zeigen, dass bestimmte The-
menfelder besonders häufig sind, also eine besondere
Neigung aufweisen, in einer vossianischen Antonomasie
Verwendung zu finden. Die Themen wurden in Clustern
gruppiert und zweidimensional projiziert. Durch verschie-

3



Digital Humanities im deutschsprachigen Raum 2023

dene Verfahren kann das Modell noch verfeinert werden,
z.B. durch den Einsatz anderer Cluster- oder Reduktions-
verfahren.

Mit Hilfe von Entity Embeddings kann man in Zukunft
ähnliche Analysen der Source und des Targets durchfüh-
ren, um etwa auf Zusammenhänge zwischen den einzel-
nen Teilen einer vossianischen Antonomasie zu fokus-
sieren. So würde sich zum Beispiel erforschen lassen,
in welchen semantischen Abhängigkeiten Source, Tar-
get und Modifier eines VA-Ausdrucks zueinander stehen
und welche Entitäten signifikant häufig mit welchen Mo-
difier-Gruppen genutzt werden.

Mit Hilfe der Web-App kann man die Daten und Ergeb-
nisse interaktiv explorieren und somit weitere Erkennt-
nisse erlangen, welche für die automatische Erkennung,
aber auch für die automatische Generierung sinnvoller
vossianischer Antonomasien eine wichtige Rolle spielen
können. Beide Aufgaben verfolgen wir in Zukunft.
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