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Resumen

Las técnicas de aprendizaje estadistico supervisado se han desarrollado a lo largo del
tiempo en muy diversas lineas de investigaciéon y en una gran variedad de problemas
aplicados. Estos métodos principalmente se emplean con el fin de predecir su respuesta
a nuevos datos en problemas complejos debido a su gran flexibilidad en comparacion a
los modelos clésicos. Sin embargo, mucho de estos métodos se deno minan de caja negra
debido a que no son claras las relaciones que se generan entre las variables en las funciones
estimadas. En este sentido, el aprendizaje estadistico interpretable se ha vuelto un area de
investigacion muy activa en los tltimos anos. El objetivo de este documento es describir
algunas de las técnicas mas utilizadas del aprendizaje estadistico interpretable. Con el
fin de comprender en mayor profundidad las técnicas propuestas se realiza una aplicacién
econémica con datos de precio de oferta de inmuebles en Montevideo. Se aplican varios
modelos estadisticos supervisados de regresién para predecir el precio de los mismos y se
calculan algunas medidas de interpretabilidad para ellos que permiten analizar el efecto
de un conjunto de variables explicativas en el precio del inmueble.
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1. Introducciéon

Los métodos de aprendizaje estadistico se basan en la idea de entrenar un sistema, un
modelo, que sea capaz de aprender el comportamiento de fenémenos a partir de un subcon-
junto de datos observados. Es frecuente el uso de estas técnicas en problemas complejos
ya que su flexibilidad permite mejorar el comportamiento predictivo y capturar relaciones
que no son capturadas con otros métodos clasicos. Estas técnicas son utilizadas en una
amplia variedad de problemas en diversas areas de estudio. Sin embargo, la aplicacion de
métodos de aprendizaje estadistico para analizar datos econdémicos y sociales es de uso
relativamente reciente debido a diferentes causas (Grimmer et al., 2021). Uno de los mo-
tivos para el rezago relativo se debe a la escasa interpretabilidad de los resultados que se
obtienen. Los métodos de aprendizaje estadistico muchas veces se describen como buenos
para predecir pero no para explicar el fenomeno de interés. En los tltimos anos se ha
generado un fuerte impulso en la investigacién sobre aprendizaje estadistico interpretable
(Molnar et al., 2020; Du et al., 2019; Rudin et al., 2021) y su utilizacién en distintas
aplicaciones (Azodi et al., 2020).

No hay consenso en la definicién de interpretabilidad en el aprendizaje estadistico (Mur-
doch et al., 2019), pero en términos generales es posible asociarlo al hecho de caracterizar
o describir el efecto de algunas variables explicativas incluidas en el modelo sobre la va-
riable de respuesta. El problema de la interpretabilidad puede ser atacado principalmente
de dos maneras: model-specific y model-agnostic. En la primera, la idea fundamental es
utilizar modelos estadisticos (o simplificaciones de otros modelos) que contengan propie-
dades de interpretacion de los resultados, entre ellos se destacan los modelos lineales y los
arboles de decisién. En este trabajo el foco se centra en la segunda, la cual es méas general
que la anterior debido a que involucra herramientas que no se basan en ningin modelo
estadistico particular para explicar el comportamiento de las predicciones individuales.

El objetivo del documento de trabajo es describir algunas de las técnicas mas utiliza-
das en la interpretacion de los modelos de aprendizaje estadistico. Con el fin de obtener
un mayor entendimiento se presenta un problema de aplicacién econémica de relevancia
como lo es la valuacién de inmuebles en una ciudad. En tal sentido, contar con una mo-
delizacion espacial del precio de un conjunto de inmuebles en una determinada regién es
un problema de alto interés para diversas entidades financieras y gubernamentales. Estos
modelos pueden ser una herramienta a considerar en la toma de decisiones tanto a nivel
politico como empresarial (Osland, 2010; Case et al., 2004). En este trabajo dos fuentes
de informacién seran utilizadas: informacion espacial en referencia a locacion de la pro-
piedad y un conjunto de variables intrinsecas al inmueble que se denomina informacion
hedénica. La informacién espacial del inmueble se basa en la geo-referenciacion del mismo.
Es conocido en la literatura la influencia de su ubicacién en el valor del mismo (Kiel y
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Aprendizaje estadistico interpretable 3

Zabel, 2008). La contextualizacién de la propiedad al barrio, el acceso a servicios, el valor
de inmuebles cercanos, la distancia a la playa y los indices de violencia de la zona son
aspectos asociados a la ubicacién del inmueble que influyen directamente en el precio. Por
otro lado se consideran aquellas variables propias de cada inmueble (por ejemplo: niimero
de dormitorios, superficie del inmueble, antigiiedad de la propiedad, si cuenta o no con
cochera), que se denominan en la literatura variables heddnicas (Sirmans et al., 2005).
En términos generales, muchos modelos propuestos en la literatura parten del supuesto
que el precio del inmueble puede ser descompuesto linealmente como suma del precio de
sus atributos, es decir se descompone el precio mediante un modelo lineal. Un ventaja de
este tipo de modelos es la facil explicacion del efecto de las covariables consideradas en el
modelo en términos de sus coeficientes estimados. Sin embargo es menos frecuente el uso
de modelos de regresién no lineales y en particular métodos de aprendizaje estadistico
para modelar este tipo problemas (Goyeneche et al., 2017; Limsombunchai, 2004; Park y
Bae, 2015; Yoo et al., 2012).

Este documento se estructura de la siguiente manera: en la Seccién 2 se presenta una
revision bibliografica de algunos métodos graficos de aprendizaje estadistico interpretable.
En la Seccién 3 se introduce la aplicacién econémica y se presenta una descripcién de los
datos utilizados. En la Seccién 4 se muestran los determinantes de precios ofertados que
surgen de aplicar los métodos descritos previamente a los datos presentados en la Seccion 3.
Finalmente, en la Seccién 5 se realiza una sintesis del trabajo y se expresan posibles lineas
de trabajo futuro. Este documento de trabajo fue elaborado por el grupo de investigacion
de Modelizacion Estadistica para el Andlisis de Datos (MESTAD) creado en 2019 en el
Instituto de Estadistica (IESTA).

2. Meétodos para aprendizaje estadistico interpreta-
ble

En los ultimos anos se ha generado un fuerte desarrollo en la interpretabilidad del
aprendizaje estadistico (Linardatos et al., 2021). Una simple biisqueda en Google Scholar
muestra mas de 32000 resultados en los 1ltimos 5 anos referentes a esta linea de investi-
gacion.

Como se establece en la Seccion 1, no existe consenso sobre una definiciéon de inter-
pretabilidad ni como hacer una evaluacién comparativa (Doshi-Velez y Kim, 2017). Sin
embargo, es posible establecer en términos generales que la interpretabilidad de un mo-
delo es el grado en que una persona puede entender la causa de la decisién (Miller, 2019).
La interpretabilidad se concentra en comprender que es lo que hizo un modelo o deberia
haber hecho. Tener modelos de aprendizaje estadistico interpretables es importante ya
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que permite comprender en mayor profundidad las relaciones entre la respuesta del mo-
delo (o decisién a tomar) y las distintas variables predictoras. También pueden brindar
informacién sobre cuando el modelo de prediccion utilizado puede fallar y de ser necesario
modificarlo en base a ello. A su vez contar con métodos de aprendizaje interpretables
puede ser importante para detectar sesgos en los modelos y al ser interpretable puede ser
explicada y auditada la respuesta. Los modelos interpretables son o se perciben como mas
confiables por eso ademas su importancia.

Si es posible asegurar que un modelo de aprendizaje estadistico puede explicar decisiones
es mas sencillo de chequear las siguientes caracteristicas (Doshi-Velez y Kim, 2017):

» Justicia: Tener predicciones imparciales, sin favorecer grupos.
» Privacidad: Proteger informacion sensible en los datos.

» Fiabilidad: Asegurar que pequenos cambios en los datos no impliquen grandes
cambios en la prediccién.

s Causalidad: Chequear que solamente relaciones causales son seleccionadas.

= Confianza: Es sencillo para humanos confiar en un sistema que explica sus deci-
siones que uno que no (black box).

Es posible establecer dos manera de estudiar la interpretabilidad en los modelos de
aprendizaje. Por un lado, utilizar modelos que logren en sus resultados ser interpretables
(model-specific), por otro lado aplicando técnicas que permitan analizan los resultados
de cualquier modelo posterior a ser entrenado (model-agnostic). A su vez, los métodos
intrinsecamente interpretables pueden ser resumidos de acuerdo a su resultado, estadisti-
cas de resumen para las variables explicativas, visualizaciones que resumen las variables
explicativas, caracteristicas intrinsecas al modelo como ser la estructura de un arbol o
los parametros estimados en un modelo lineal. Otros resultados son los datos, en esta
categoria entran los modelos que generan datos para hacer el modelo interpretable (ex-
plicacién contrafactual).

Es posible establecer que las diferentes técnicas de interpretabilidad tiene distintos al-
cances, entre ellas se encuentran, la transparencia del método (explica como el algoritmo
crea el modelo), la interpretacién global del modelo (como el modelo entrenado hace pre-
dicciones y como las partes afectan la prediccion), la interpretacién local para una sola
prediccion (razon por la cual el modelo hace predicciones para una observacién particular)
y la interpretacién local para un grupo de predicciones (razén por la cual el modelo hace
predicciones especificas para un grupo de observaciones). Vale destacar también que den-
tro del campo de la interpretabilidad se analiza la sensibilidad del modelo a cambios en
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las variables de entrada. Si bien, en este contexto, la teoria tiene puntos de contacto con el
analisis de sensibilidad de modelos de simulacién matematicos la metodologia empleada
difiere en un caso y en el otro (Molnar et al., 2020).

En esta seccién se seleccionan algunas de las técnicas mas utilizadas para interpretar mo-
delos estadisticos que no son especificas sino que se pueden utilizar para todos los modelos
de aprendizaje (model-agnostic). El foco esta principalmente en técnicas que presentan
efectos promedio e individuales de las variables. Entre ellas se destacan: el gréafico de
dependencia parcial (-PD-plot-, (Friedman, 2001)), el gréfico marginal (marginal plot -
M-plot-), la esperanza condicional individual (Individual Conditional Expectation -ICE-,
Goldstein et al. (2015)) y efectos locales acumulados (accumulated local effects -ALE-,
Apley y Zhu (2020)).

El marco matematico tedrico es el adecuado para el desarrollo de un modelo de aprendi-
zaje supervisado. El objetivo de todos los modelos de aprendizaje es aproximar E(Y|X =
z) ~ f(x) donde X = (X;,Xs,...,X,) es un vector de g-predictores, Y es la variable
respuesta y f es el modelo ajustado que predice el escalar Y como funciéon de X. Vamos
a asumir que nos interesa comprender el efecto principal en la dependencia del valor f(x)

en un conjunto de predictores determinado por el conjunto S € {1,2,...,¢}. Los resul-
tados se obtienen mediante los datos de entrenamiento del modelo que consisten en N
observaciones de {z(®,y®}=N donde 2 = (wgl), xg), e x((;)).

2.1. Grafico de dependencia parcial (PD-plot)

Esta primer técnica es la base fundamental del aprendizaje estadistico interpretable.
Esto se debe a que la estimacién es muy intuitiva y presenta una interpretacion causal
en los resultados de cualquier modelo de aprendizaje. El grafico de dependencia parcial
es un método que describe el cambio de la variable de respuesta en un modelo en funcién
del efecto marginal de una o més variables de interés (conjunto indice S) al promediar los
efectos de las demds variables predictoras (conjunto C).

En la ecuacién 1 se define la funcién de dependencia parcial.

fspp(zs) = Ex.[f(zs, Xc) (1)
= /f(iﬂs’ivC)dP(ﬂCc) Z/ch(ﬂcc)f(fsa%)d(xc),

donde se utiliza la funcién de distribucion de x¢. Esto resulta en una funcién que depende
unicamente de las variables en el conjunto S y de las interacciones con otras variables
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incluidas. En este caso, estamos interesados en el subconjunto de predictores S, pero
vale destacar que cada eleccién de predictores tiene su propia funcion de dependencia
parcial fg, que brinda el promedio de la funciéon f cuando xg es fijo y x¢ varia sobre su
distribucién dP(z¢).

La funcion de dependencia parcial se estima como el promedio en los datos de entrena-
miento como se muestra en la Ecuacién (2).

N

Fopplas) =" flraal)) @

i=1

Es importante destacar, que en el grafico de dependencia parcial se supone que las varia-
bles explicativas en C no estan correlacionadas con las variable en S. En caso contrario, lo
que sucede en la estimacion es que al promediar en las observaciones se realiza una pon-
deracién equiprobable en puntos en los cuales el comportamiento es muy distinto segin
el nivel de correlacién que presenten las variables.

2.2. Graficos marginales (M-plot)

El grafico marginal es otro método de interpetabilidad similar en concepciéon al gréafico
de dependencia parcial. En este método, se busca mejorar el comportamiento en el caso
que exista correlacién entre las variables en el conjunto S y el conjunto C'. Esto se realiza
mediante la densidad condicional (y no la densidad marginal) en las variables del conjunto
C. Mediante esta accion en la estimacién de la funcion se intenta evitar el uso de puntos
que tienen probabilidad muy baja de ocurrencia.

En la ecuacion 3 se define la funcién grafico marginal
fS,M(wS> = EXC [f(XS"XC')’XS = 1175] = /pxc|xs($0’355)f($s,ztc)dl’c. (3)

Las estimacién de fg s se define en la Ecuacion (4)

; 1 (i)
fsau(es) = 2o > flasad), (4)
€N (zg)
donde N(xzg) C {1,2...,q} es el conjunto de indices ¢ para el cual xg) se encuentra en

un entorno de xg y n(zg) es la cantidad de observaciones en el entorno elegido.
Es importante observar que dentro de los posibles inconvenientes que presenta este

método se encuentra la posibilidad de que en los resultados se incorporen los efectos
compartidos en todas las variables correlacionadas en el efecto de una tnica variable.
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2.3. Esperanza condicional individual (ICE)

Esta técnica es diferente a los dos anteriores debido a que el resultado esta formado por
las N gréaficas que se obtienen de los datos de entrenamiento. En esta técnica se pretende
reflejar la respuesta del modelo como funcion de las variables xg condicionada a una ob-
servacion de la variable x¢. Se intenta capturar la dependencia en la variable respuesta
en un conjunto de variables.

Para cada observacién en el conjunto de entrenamiento, la grafica fgirc () se obtiene

al variar en i € {1,2,..., N} el valor q:g) mientras las variables x¢ permanecen constantes.
Es decir

F(i) (4)
SZ,ICE = f(zs, 1’5 )-
Para cada observacion i, es posible que las graficas difieran en niveles lo que dificulta la
interpretacion. Por lo cual, se define de manera muy similar el ICE-centrado como solucion

a este problema, donde se centran las curvas a cierto nivel en la variable explicativa como
se muestra en la Ecuacién (5).

FO s iom = FSren — LS ep(@s, 2, (5)

donde el valor (z*, l’(é)) se representa como el caso base para cada grafica.

En este método, cada grafica representa el valor del modelo al modificar los datos en las
variables del conjunto C'. Vale la pena destacar que si promediamos todas las gréaficas de las
curvas del método esperanza condicional individual, obtenemos el grafico de dependencia
parcial. Es posible establecer que este método es en esencia muy similar al grafico de
dependencia parcial, pero que permite observar interacciones al visualizar las N gréficas
(cuestién que en el promedio es posible que se disuelvan los efectos).

2.4. Efectos acumulados locales (ALE-plot)

La tultima técnica que se describe es la de efectos acumulados locales. Esta técnica
vuelve a tener mucha relacién con el grafico de dependencia parcial en el cual se pretende
solucionar (de otra manera que el grafico marginal) el problema de correlacién entre
las variables. En general, es posible establecer que en los efectos acumulados locales se
divide la ¢ dimensiones en hipercubos que definen las variables incluidas en S y se calcula
la diferencia en la prediccién del modelo al considerar los extremos del hipercubo de
dimensién S. Estas diferencias se acumulan y luego se centran para obtener la grafica de
efectos acumulados locales (ALE-plot). Es decir
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hsare(xs) / / /
20,2 ZO d

E 3df($s, JCC
8XS718XS,2 ‘e 8X57d

| Xs1=21,X50=120,...,X54=24| ds,ds,d,,—
b

para posteriormente centrarse,

fsare(zs) = hsarp(xs) — CONS(xg1,2s2...,%54),

tal que fsarp(Xg) tiene media cero con respecto a la distribucién marginal X y el efecto
ALE-plot marginal de cada zg; en fsarr(Xs) son todas cero.

En este método, la estimacién de la funcién marginal (no centrada) es dada por

kj(z)
hxs,ALE 335 Z o ( ) Z [f <Zk,j, glj)) f (Zkfl,jﬁ%{zj))].
k=1 7

izl eN; (k)

La estimacién del efecto marginal de una variable desarrollado en la ecuacion puede ser
generalizado al efecto conjunto de d variables. Por ejemplo para analizar el efecto conjunto
de dos variables z; y 2; el estimador (no centrado) es definido por

kj(z;) ki(x;)
R 1 ’
hiyace(e,w) =Y > —(k,m) > AV (K kymxings)
k=1 m=1 Ul {ixq, 15,1 €N,y (ksm)}

con (%‘,wl) € (Zo,j,ZK,j] X (ZO,ZVZK,Z] y

APV (K kym,xingn) = F (2 2 Xogn) = F (g 2 %) —
= f (kg 2moro Xirgay) +F (51 Zmoa 0 XinGin) -

Es importante destacar que los graficos de efectos acumulados locales pueden tornarse un
poco inestables cuando el nimero de intervalos es grande. Es posible ampliar el niimero de
intervalos al suavizar la prediccién pero resignando parte de la complejidad del problema.
En esta situacion no existe una solucién perfecta para establecer el niimero de intervalos:
si el niimero es demasiado pequeno, es posible que el grafico no sea muy preciso en cambio
si el numero es demasiado grande el grafico puede volverse inestable.
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3. Precios de oferta de inmuebles en Montevideo

El problema econémico seleccionado para la aplicacion de las técnicas de aprendizaje es-
tadistico interpretable es la valuacién de la oferta de inmuebles en Montevideo, Uruguay.
El objetivo es predecir el precio de oferta de los apartamentos en Montevideo mediante la
utilizacién de varios métodos de aprendizaje estadistico y calcular medidas que permitan
interpretar los resultados para los distintos métodos utilizados. La aplicacion de algunos
métodos de aprendizaje y las distintas técnicas de interpretabilidad permiten una mayor
comprension del problema. Entre otras cosas nos permiten identificar si hay o no diferen-
cias en la interpretaciéon segin los métodos utilizados y la performance predictiva de ellos.

La base de datos utilizada cuenta con la oferta de apartamentos en la ciudad de Mon-
tevideo publicados en la web de Mercado Libre durante el periodo Febrero 2018 a Enero
2019 (Picardo, 2019). Esta base cuenta con 92832 observaciones y 116 variables. A modo
de simplificar el problema se selecciona unicamente los apartamentos del barrio Pocitos
ya que es el de mayor nimero de publicaciones en el periodo analizado (15350 registros).
En la Tabla 1 se describen las variables utilizadas en los modelos predictivos elaborada en
base a (Picardo, 2019). Todas las variables son las originales menos 1ldistancia playa y
amenities que son variables construidas. La variable 1distancia_playa contiene infor-
macién espacial, representada por la distancia que se encuentra el apartamento a la playa
que se considera a priori una variable importante en el precio del apartamento. A su vez
se incluyen las variables hedénicas que parecen relevante incluir en el estudio y presentan
buena calidad en su registro (ascensores, bafios, condicién, dormitorios, expensas,
garage vy lsup constru). La variable de respuesta utilizada es el precio por metros cua-
drados ofertado (preciom2) en délares del apartamento. La variable ammenities cuenta
la cantidad de comodidades que tiene el apartamento, las variables seleccionadas para este
calculo fueron 18 de 75 variables. La seleccién se basé en ajustar un bosque aleatorio para
la respuesta y las 75 variables de comodidad como predictoras (tiene o no cochera, tiene
o no bano en suite, tiene o no aire acondicionado entre otras) y en base la importancia
de las variables (Breiman, 2001a) se seleccionan las 18 més importantes.
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Tabla 1: Variables utilizadas en los modelos predictivos

Variable Descripcién Criterios considerados en la limpieza
preciom2 precio en USD so-  Se eliminan observaciones con precios como sucesiones
licitado en metros  de ndmeros (1234”7, etc. ) o ntimeros con digitos re-
cuadrados petidos (“11117, “9999”, etc. ).
ammenities Cantidad de co- En base a la medida de importancia se seleccionaron
modidades selec- las 18 variables mas importantes para predecir la res-
cionadas entre 18 puesta usando 75 variables de comodidad como ser,
terraza, dormitorio en suite entre otros.
ascensores cantidad Se redujo a valores entre 0 y 2. Mas de 2, en 2.
bafios nimero de bafios Se redujo a valores entre 1 y 3. Los valores mayores a
3 se asignan a 3
condicién condicién del  Se hizo una asignacién de los inmuebles que indicaban
inmueble (nue-  “sin especificar”. Si la variable antigiiedad era menor a
vo/usado) 1 ano, se asigna como nuevo, de lo contrario se asigna
a “usado”.
dormitorios nimero de dormi-  Se transformé valores como “monoambiente”, “no tie-
torios ne”, etc. a 0; “mdas de 47, a 5. Se redujo a valores entre
0 (monoambientes) y 3 y se toma como factor. Los
mayores a 3 se asignan al valor 3. Pocos valores que
quedan con NA, se imputan a 0 y 1 luego de chequear
coherencia (cruzado con superficie construida y pre-
cio).
expensas Gastos expensas Valor numérico que significa pago mensuales en pesos
garage tiene (si/no) Se cruza con la variable cocheras (si cochera es mayor

ldistancia_playa

lsup_constru

log de la mini-
ma distancia a una
playa montevidea-
na

log de superficie
en m2

a uno, tiene garage). NA se imputa como “No”.
Minima distancia euclidiana entre el punto en que se
encuentra el inmueble (centroide) y el punto que iden-
tifica a una playa de Montevideo.

Se realiza una limpieza que imputa NA a valores de
tres cifras y mds que repiten digitos y son mayores
a 300 (“3337,4444”, “999”, “1111”, etc.). Se limpian
valores que repiten digitos menores a “3007 (%2227,
“111”) luego de verificarlos. Se imputa NA a los valo-
res menores a 9m2 y mayores a 2000m2. Se cruza con
variable sup_total, luego de su limpieza para completar
algunos NA.

Para comprender en mejor manera el problema de valuacién y la base de datos correspon-
diente se presenta un breve exploraciéon en ellos en algunas de las variables seleccionadas
para los modelos predictivos. En la Figura 1 se muestra el mapa de Montevideo con los
datos que se utilizan para el analisis del barrio Pocitos donde el color representa el loga-
ritmo del precio. Es posible observar que los apartamentos més cerca a la costa tienen un
rango de precios mas alto representados en rojo. Se ven algunos apartamentos que estan
mal etiquetados como Pocitos que deberian ser sacados para el analisis.

En la Figura 2 se presenta un histograma bidimensional entre el precio en metros cua-
drados de los apartamentos en délares y el logaritmo de la superficie construida en metros
cuadrados. La intensidad del color en cada hexagono representa la cantidad de observa-
ciones, los més frecuentes se representan con colores més claros (celeste) y los mas oscuros
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Figura 1: Mapa de Montevideo donde los puntos representan las publicaciones de oferta
de apartamentos etiquetadas por el vendedor como Pocitos y el color es el logaritmo del
precio en doélares.

DT (01/22)-Instituto de Estadistica Alvarez, da Silva, Moreno, Sosa



Aprendizaje estadistico interpretable 12

representan valores menos frecuentes. Es posible observar una relacion lineal, negativa,
y moderada entre el precio en metros cuadrados y el logaritmo de superficie construida
en metros cuadrados de los apartamentos. La mayoria de las observaciones se encuentran
entre 3.5 y 5 (1sup_constru) y entre 2000 y 4000 que corresponden a apartamentos entre
30 y 150 metros cuadrados aproximadamente con un precio que va entre 2000 y 4000
dolares aproximadamente el metro cuadrado. A su vez existen algunos datos atipicos en
los valores mas bajos de ambas variables.

5000 -

4000 -

3000 -

2000 -

Precio por m2 en délares

1000 - “‘}(

3 4 5 6
Log superficie construida en m2

cantidas NN

50 100

Figura 2: Histograma en dos dimensiones ( precio por metro cuadrado en ddlares y loga-
ritmo de la superficie construida en metros cuadrados), la intensidad del color representa
el nimero de observaciones en cada hexagono

En la Figura 3 se presenta nuevamente un histograma bidimensional entre la variable de
respuesta y el logaritmo de la distancia a la playa en kilémetros. En este caso no se ve una
relacién clara entre las variables o al menos si hay una relacién no es posible considerarla
como lineal. Para finalizar esta breve visualizacion de los datos disponibles, en la Figura
4 se analiza la cantidad de dormitorios y su relacion con el precio por metro cuadrado
del inmueble. Existe una asociacién negativa entre el niimero de cuartos y el precio del
inmueble por metro cuadrado. Hay una diferencia en el valor mediano del precio por metro
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cuadrados de 500 ddlares entre un apartamento sin dormitorios (aproximadamente 3500
ddlares) y uno con 3 dormitorios (aproximadamente 3000 délares).
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cantigas I NNEENE

50 100 150 200

Figura 3: Histograma en dos dimensiones (precio por metro cuadrado en délares y logarit-
mo de la distancia a la playa en kilémetros), la intensidad del color representa el niimero
de observaciones en cada hexagono

4. Determinantes del precio ofertado de inmuebles

En esta seccion se presentan los resultados en la valuacién de los apartamentos en el
barrio Pocitos. En 4.1 se presentan los resultados de ajustar varios modelos predictivos,
en los cuales se trabaja con un modelo de la forma

E(?M%) = f(iUz‘)a

donde y; representa el precio ofertado por metro cuadrado en délares de un apartamento
en el barrio Pocitos, y x; = (zi1,...,2)" las variables explicativas que se consideran
posibles determinantes del precio. Mas precisamente, en el trabajo se utilizan cuatro
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Figura 4: Gréfico de caja del precio por metro cuadrado en ddlares y el nimero de dor-
mitorios .

modelos para estimar f(-): modelo lineal aditivo (modelo hedénico), modelo de arbol de
regresion, modelo de bosques aleatorios y modelo de redes neuronales. En lo que resta de
la seccién, los resultados de cada modelo se comparan y se presentan los resultados de las
técnicas de interpretacién descritas en el trabajo. Estos resultados permiten caracterizar
el efecto de alguna variable de interés sobre los precios de los apartamentos.

4.1. Modelos predictivos

Se utilizan cuatro modelos para estimar la esperanza condicional del precio por metro
cuadrado ofertado. En todos los casos las variables explicativas utilizadas son las descritas
en la Tabla 1.

Los modelos estadisticos se estiman mediante la biblioteca caret (Kuhn, 2021) que es
de utilidad para seleccionar los parametros de ajuste con validacion cruzada, facilita la
comparacién del desempeno y permite uniformizar la sintaxis de cédigo. En la Tabla 2 se
muestra un codigo de ejemplo para ajustar un modelo con caret. El argumento method
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permite al usuario elegir entre los distintos modelos: por ejemplo method = 1m estima un
modelo lineal; method = rpart estima un arbol de regresion; method = ranger estima un
bosque aleatorio (en base al paquete ranger ya que es una alternativa computacionalmente
més rapida para estimar estos modelos) y method = nnet estima una red neuronal de
una sola capa.

Tabla 2: Cédigo de caret

train_control <- trainControl (method="cv", number=10)
objeto.md <- train(formula = preciom2 ~ . ,
data = training,
trControl = train_control,
method = 'MODELO')

Adicionalmente al tener una sintaxis unificada, el cédigo anterior realiza una seleccion
automatica de los principales parametros de ajuste en cada algoritmo. En el caso del arbol
se ajusta el costo-complejidad, para el bosque aleatorio se ajusta la cantidad de predic-
tores seleccionados y la regla utilizada en cada particion, para el caso de la red neuronal
son ajustados los parametros de tamano y decaimiento.

En la Tabla 3 se observan medidas para evaluar la performance predictiva de los méto-
dos de estimacién ajustados. Se presenta, para cada modelo, la raiz cuadrada del error
cuadrético medio (RMSE), el R? y error absoluto medio (MAE). Las tres medidas se cal-
culan en base al método de validacién cruzada con 10 grupos. Adicionalmente se presenta
el error porcentual absoluto medio (MAPE) en el conjunto de validacion.

Tabla 3: Medidas para evaluar la performance predictiva

modelo  RMSE Rsquared MAE MAPE

1 lineal 512.37 0.31 402.49 13.59
2 arbol 563.66 0.16 43791 14.90
3 bosque 365.88 0.65 253.94 8.60
4 neuronal 599.38 0.06 473.06 16.01

Los resultados del comportamiento predictivo muestran al bosque aleatorio como el
modelo con mejor desempeno (8.6 % de error en la prediccién del precio ofertado) y al
modelo de red neuronal como el peor (16 % de error en promedio). Esto sugiere que tanto
el modelo lineal como el arbol de regresién no son suficientemente flexibles para capturar
la relacion entre la respuesta y los predictores. Es necesario tener cuidado con el mal
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resultado en el modelo de red neuronal. Es posible que al utilizar la biblioteca nnet redes
neuronales mas complejas puedan capturar mejor el problema de interés, sin embargo
a los efectos de este trabajo es suficiente con los modelos presentados y su desempeno
para poder enfocarnos en la interpretacion de los resultados. Es claro que modelos con
mayor precisiéon son deseables y modelos que no representan precisamente el problema
no son confiables y generan sospechas en el andlisis posterior (Breiman, 2001b) que seria
necesario considerar.

4.2. Importancia de las variables explicativas

Un primer paso para interpretar los efectos de las variables explicativas sobre la respues-
ta es medir su importancia, en este sentido variables predictoras mas importantes indican
que tienen mayor peso en el valor estimado.

Es comun que los modelos de aprendizaje estadistico tengan medidas de importancia
de las variables especificas del propio modelo, y al mismo tiempo, existen medidas de
importancia que pueden ser aplicadas a cualquier modelo. El paquete caret permite ob-
tener medidas de importancia de los predictores para cada modelo. En el caso del modelo
lineal, utiliza el valor absoluto del estadistico ¢ asociado a cada covariable; para el arbol
de regresion la importancia es medida con la disminuciéon que produce cada variable en
el error cuadréatico medio; en el bosque aleatorio se utiliza el error por permutacién de
cada predictor y en el caso de la red neuronal se utiliza una combinacién lineal de los
ponderadores en valor absoluto. En todos los casos, las medidas se escalan para que la
variable mas importante en cada modelo tenga valor 100, esto facilita la comparacién del
orden de covariables entre los diferentes modelos estimados.

En la Figura 5 se observa la importancia (mediante su escala) en cada modelo. Se aprecia
como la superficie construida es la variable mas relevante para todos los modelos menos en
el arbol de regresion. En el caso del bosque aleatorio parece que la tinica variable relevante
es justamente la superficie construida. Por otro lado, la red neuronal muestra expensas
y ammenities como variables importantes ademas de la superficie.

4.3. Técnicas interpretables: Efecto promedio de las variables

Las medidas de importancia permiten construir una jerarquia de las variables utiliza-
das en términos de su poder explicativo en un modelo concreto. Sin embargo, no dicen
nada sobre el efecto que cada variable tiene sobre la respuesta. Para caracterizar el efecto
de las variables explicativas se utilizan las técnicas desarrolladas en las seccién 2, al ser
aplicado al problema de prediccién de precio ofertado por metro cuadrado en délares de
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Figura 5: Importancia de variables. Cada panel representa un modelo, y en el eje y se pre-
sentan las variables m’as importantes. La longitud de cada barra representa la importancia
de la variable como explicativa del precio por metro cuadrado.
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Figura 6: Gréaficos de dependencia parcial. Cada panel corresponde a una variable expli-
cativa de interés el color de las lineas representa el método de estimacion.

apartamentos en el barrio Pocitos.

En la Figura 6 se muestran los graficos de dependencia parcial de expensas mensuales
(expensas), distancia a la playa en logaritmo (1distancia playa) y superficie construida
en logaritmo (1lsup_constru), para los cuatro modelos estimados. Se pueden apreciar las
similitudes y diferencias en el efecto de una misma variable en cada modelo.

La superficie construida es la variable mas relevante, esto ya se aprecian con las medidas
de importancia pero también se evidencia en que el grafico de dependencia parcial tiene
mayor variabilidad para esta variable. Sin embargo, se puede ver que tanto para la red
neuronal como para el arbol de regresion esta variable no es muy relevante, en cambio en
el modelo lineal y el bosque aleatorio si se muestra un efecto negativo importante de la
superficie construida sobre su precio. En el caso del bosque aleatorio se aprecia que en
los extremos, donde no hay muchas observaciones, el grafico de dependencia parcial no
tiene variaciones, a diferencia de lo que ocurre en el modelo lineal que es una recta con
pendiente igual al coeficiente estimado.

La Figura 7 presenta los gréaficos de la técnica de efectos acumulados para las mismas
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Figura 7: Graficos efectos locales acumulados. Cada panel corresponde a una variable
explicativa de interés el color de las lineas representa el método de estimacion.

variables que se presentaron en la Figura 6. En términos globales los patrones que se obser-
van en los efectos acumulados son similares a los que se ven en los graficos de dependencia
parcial. La mayor diferencia entre las distintos ALE-plot y los PD-plot es el efecto de la
variable expensas en el bosque aleatorio, en ambos casos se observa un efecto negativo
sobre el precio ofertado al pasar de expensas nulas a positivas y luego el PD-plot parece no
mostrar otro efecto mientras en el ALE-plot sugiere que apartamentos con expensas mas
grandes tienden a tener precios de oferta mas altos. De todos modos este efecto parece
ser pequeno.

4.4. Técnicas interpretables: Efectos individuales de las varia-
bles

Los gréaficos en 4.3 muestran los efectos promedio de las variables explicativas en la mues-
tra. Una de las técnicas alternativas expresadas en la seccién 2 establece la importancia
de visualizar las curvas individuales que componen el grafico de dependencia parcial, para
explorar otros patrones en los efectos que no sea tunicamente el valor medio.
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La Figura 8 se presentan las graficas de la técnica esperanza condicional individual para
cada modelo de la variable superficie construida, que es la variable mas importante en
la prediccion del precio ofertado por metro cuadrado para todos los modelos menos para
el arbol de regresién. Se observa que los resultados difieren sustantivamente para cada
modelo utilizado. Por un lado, el arbol de regresiéon parece completamente insensible a
efectos individuales ya que todas las curvas estan superpuestas (resultado que sorprende
pero puede deberse a que la variable 1sup_constru no es la mas importante en este mo-
delo), similarmente el modelo lineal muestra que todas las curvas individuales tienen la
misma pendiente y la tnica diferencia entre ellas es la ordenada en el origen.

Por otro lado, los paneles que corresponden al bosque aleatorio y a la red neuronal
sugieren patrones mas interesantes. El modelo de red neuronal muestra que existe un
efecto negativo de la superficie construida sobre el precio ofertado por metro cuadrado
pero Unicamente para un subconjunto de apartamentos, también hay un conjunto de ob-
servaciones en las que la variable superficie no parece tener efecto sobre el precio. En el
caso del bosque aleatorio, el efecto de superficie parece ser negativo para todos los apar-
tamentos pero con diferencias, para algunos parece haber una region de superficie en la
que el efecto es positivo (los mas chicos) y para otros el efecto parece ser negativo en
todo momento. En cualquier caso, la relevancia de este grafico es la indicacién de posi-
bles patrones a explorar, en este caso seria interesante poder caracterizar los subgrupos de
apartamentos con efectos de superficie distintos segtin alguna de las demads caracteristicas.

Es importante recordar que tanto los arboles de regresion como modelos lineales son
métodos intrinsecamente interpretables. En estos casos no es necesario tener un métodos
especificos para comprender el efecto de las variables explicativas sobre la respuesta. Los
bosques aleatorios y las redes neuronales son modelos con mayor flexibilidad para ajus-
tar relaciones pero al mismo tiempo con menor interpretabilidad, ya que no es directo
entender como afectan las variables explicativas a la respuesta. En este sentido, no es
sorprendente que un grafico como la Figura 8 sea mas revelador para los métodos que no
son intrinsecamnte interpretables.
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Figura 8: Graficos de esperanza condicional individual para superficie construida
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5. Comentarios finales

En este trabajo se presentaron algunas de las técnicas mas utilizadas para la interpre-
tacion de los resultados obtenidos en modelos de aprendizaje estadistico. El subconjunto
de técnicas mencionadas entran dentro de las que se llaman model-agnostic ya que no son
especificas para un modelo sino de uso general, que a su vez pueden ser utilizadas tam-
bién en modelos que son intrinsecamente interpretables (model-specific). Adicionalmente
se presentd un problema aplicado de interés econémico como es la valuacién de inmuebles.
Se trabajé con informacion disponible en la web de Mercado Libre de oferta de aparta-
mentos seleccionando como caso de estudio el barrio Pocitos. En este caso se aplicaron
cuatro modelos predictivos (modelo lineal, &rboles de regresion, bosques aleatorios y redes
neuronales) para la variable de respuesta que es el precio de oferta por metro cuadrado
de apartamentos en Pocitos.

Una vez estimados los modelos se obtuvieron medidas de importancia de las variables, se
calcul6 el PD-plot y el ALE-plot para los cuatro modelos ajustados y para tres variables
seleccionadas (expensas, ldistancia playa y lsup_constru). Para todos los modelos,
menos el arbol, la variable superficie construida (lsup_constru) resulté ser la més im-
portante y en algunos casos como en el bosque la unica relevante. En cuanto al PD-plot
la superficie construida es la que muestra mas variabilidad entre las tres variables presen-
tadas, sin embargo para la red neuronal y el arbol no parece tener un efecto importante.
Para el bosque y el modelo de regresién lineal presenta un efecto negativo entre la superfi-
cie construida y el precio. En el ALE-plot los resultados son similares al PD-plot, la mayor
diferencia se da en la variable expensas en el bosque aleatorio, en ambos casos se observa
un efecto negativo sobre el precio ofertado al pasar expensas nulas a positivas y luego el
PD-plot parece no mostrar otro efecto mientras en el ALE-plot sugiere que apartamentos
con expensas mas grandes tienden a tener precios de oferta més altos. De todos modos
este efecto parece ser pequeno.

Tanto PD-plot como ALE-plot muestran los efectos promedios de las variables explica-
tivas, para tener medidas de los efecto individuales se calculd a su vez los graficos de la
técnica ICE. En este caso solamente se hizo el andlisis de la variable superficie construida.
Los resultados son bastante distintos para cada uno de los modelos estimados. El arbol
de regresién por ejemplo parece ser insensible a esta variable lo cudl se explica porque
la misma no es importante para este método. Para el modelo lineal todas las curvas pre-
sentan pendiente negativa difiriendo tnicamente en la ordenada en el origen. Por otro
lado, los paneles que corresponden al bosque aleatorio y red neuronal sugieren patrones
mas interesantes. Para la red neuronal existen patrén diferenciado para dos grupos uno
de ellos con efecto negativo de la variable y otro sin efecto. En cambio para el caso del
bosque todo lo efecto son principalmente negativos.
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En varios aspectos de los presentados en el documento de trabajo es necesario pro-
fundizar el estudio. Las dos direcciones bésicas para exploracion de futuras lineas de
investigacién corresponden a la implementacion de mejoras en el problema de valuacion
y a una mayor profundidad en los métodos para dotar de interpretabilidad a los modelos
estimados.

En relaciéon a la aplicacion de valuacion de inmuebles, seria deseable utilizar datos de
toda la ciudad de Montevideo y no solo de un barrio especifico. Esto puede ser un desafio
para incorporar efectos de grupos (los distintos barrios) en modelos como bosques alea-
torios o redes neuronales. También seria muy interesante combinar los datos de precios
ofertados con datos de transacciones efectivamente realizadas, aqui hay un problema es-
tadistico de enlace de registros (falta de datos). Por otro lado, el ajuste de los distintos
modelos de aprendizaje estadistico puede ser mejorado utilizando algoritmos automaticos
como los implementados en la biblioteca h20 que es més eficiente que caret y también
permite automatizar varias etapas necesarias para el modelado teniendo a su vez una
amplia variedad de métodos implementados. Finalmente, en cuanto a los métodos de in-
terpretabilidad se pueden buscar modificaciones a las propuestas planteadas, por ejemplo
trabajar con una versién continua del ALE, o relacionar las curvas individuales con alguna
medida que indique su distancia al centro de los datos de entrenamiento.
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