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第一部分

研究背景



图1-1 从1996年至2018年全球风电机组

装机容量的变化
图1-2 陆地风电机组和离岸风电机

组的装机容量占比

风电产业的当前与远期发展规模

1.研究背景



1.研究背景

图1-3 风电机组基本结构

增速齿轮副

主轴

太阳轮

行星轮

齿圈

图1-4 增速齿轮系与行星轮系组成的结构 图1-5 滚动轴承的基本结构

整机结构 基本零部件传动系统



1引言

2深度迁移学习理论

3单齿故障分类模式识别 4行星轮系齿轮故障识别 5滚动轴承迁移故障诊断方法

6结论与展望

齿轮 滚动轴承

风电机组齿轮箱

图1-6 章节内容的结构与层次关系

1.研究背景
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1.研究背景
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图1-7 本文技术路线

主要技术路线示意图
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2.单齿故障分类模式识别



2.单齿故障分类模式识别

有限元分析

实体对象

抽象数学对象

机器学习

开始

结束

几何模型

材料参数

网格划分

分析模式

特征工程

分类器训练与测试

输出

组合优化

线性 非线性

图2-1 研究结构的流程图

图2-2 (a) 单齿二维平面草图 （b）单齿模型建模

表 2-1. 二维单齿平面几何尺寸

线段 长度

AB 2.2m

BC 1.5m

CD 0.9m

EF 0.4m

研究结构、几何建模、模型尺寸

m:齿轮的模数



2.单齿故障分类模式识别

图2-3 四种类型的齿轮故障: 

(a)点蚀 (b)尖端断裂 (c)裂纹(d)磨损

表 2-2. 普通碳钢相关材料参数

材料特征 数值 单位

弹性模量 2.2e+11 N/m^2

泊松比 0.28 /

密度 7800 kg/m^3

材料设置 网格划分
载荷设置

边界条件设置
结果几何设计

图2-4 模态分析的流程

图2-5 (a)网格划分 (b)&(c) 面约束与四个边线约束

模型设计、材料参数、有限元流程、边界条件



2.单齿故障分类模式识别

图2-6 模态分析获得的前十阶频率

表 2-3. 总应变数据去除边界条件和零位移格点 表 2-4. 谐波响应总应变数据去除边界条件和零位移格点

原始数据 预处理数据

完整单齿 26660× 30 25000× 20

裂纹 27811× 30 25000× 20

点蚀 28039× 30 25000× 20

尖端断裂 29444× 30 25000× 20

磨损 26744× 30 25000× 20

原始数据 预处理数据

完整单齿 26744×10 25000×10

裂纹 27811×10 25000×10

点蚀 28039×10 25000×10

尖端断裂 29444×10 25000×10

磨损 26744×10 25000×10

图2-7 谐波响应外部均匀载荷的位置



2.单齿故障分类模式识别

数据集
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图2-8 数据处理过程与深度神经网络分类器的设计
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图2-9 论文中设计的结构:

(a) 全连接网络 (b) 基于自编码器的二次训练网络



2.单齿故障分类模式识别

表 2-5. 两种数据集和网络结构下的平均准确率、迭代次数与所需时间

十次深度神经网络的对比数值实验



2.单齿故障分类模式识别
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图3-10 分别使用FNN和NN based on Deep Auto-encoder

进行综合性能优化

优化目标函数的构建



2.单齿故障分类模式识别
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表 3-6. 进行100至10000次能神经网络的组合线性优化

得到最小性能，最大性能和中位性能

N 最小值 最大值 中位数

100 0.5709 0.9303 0.7532

200 0.5551 0.9483 0.7443

500 0.5551 0.9205 0.7353

1000 0.5377 0.9443 0.7450

2000 0.5377 0.9393 0.7395

5000 0.5377 0.9502 0.7388

10000 0.5377 0.9443 0.7386

代价函数、约束条件

重复实验得到神经网络的统计性能



2.单齿故障分类模式识别
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表 3-7. 进行100至10000次神经网络的组合非线性优化

得到最小性能，最大性能和中位性能

N 最小值 最大值 中位数

100 0.5398 0.9127 0.7628

200 0.5514 0.9219 0.7544

500 0.5377 0.9339 0.7509

1000 0.5621 0.9483 0.7552

2000 0.5394 0.9339 0.7544

5000 0.5377 0.9483 0.7530

10000 0.5377 0.9483 0.7540

非线性目标函数构建



第三部分

行星轮系齿轮故障识别



3.行星轮系齿轮故障识别

图3-1 (a)太阳-行星轮传动系统 (b),(c)和(d) 太阳轮、行星轮与齿圈

表 3-1. 论文中太阳-行星轮系传动系统参数

太阳轮 行星轮 齿圈

齿数 38 28 94

模数

压力角

齿宽

5mm

20 °

30mm

表 3-2. 40CrMnMo材料参数

特征 数值 单位

弹性模量 2.05e+11 N/m^2

泊松比 0.28 /

密度 7800 kg/m^3



3.行星轮系齿轮故障识别

图3-2 (a),(b)与(c)太阳轮、行星轮与齿圈破损 (d),(e)与(f)太阳轮、行星轮与齿圈点蚀



3.行星轮系齿轮故障识别
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3.行星轮系齿轮故障识别

图3-3 (a) 512点的白噪声序列 (b)与(c) XS和XD的二维矩阵图



3.行星轮系齿轮故障识别

𝑐ℎ𝑎𝑛𝑛𝑒𝑙 _ 𝑎 = 𝑋𝑆 + 𝑋𝐷
𝑐ℎ𝑎𝑛𝑛𝑒𝑙 _ 𝑏 = 𝑋𝑆 × 𝑋𝐷

𝑐ℎ𝑎𝑛𝑛𝑒𝑙 _ 𝑐 = 𝑋𝑆2 + 𝑋𝐷2

𝑐ℎ𝑎𝑛𝑛𝑒𝑙 = (𝑋𝑆 + 𝑋𝐷) + (𝑋𝑆 × 𝑋𝐷) + ( 𝑋𝑆2 + 𝑋𝐷2)

图3-4 (a),(b)和(c)表示三个不同通道的矩阵

图 (d)表示三个通道和的矩阵图



3.行星轮系齿轮故障识别

图3-5 (a)和(b)表达了T-SNE方法在单通道和三通道数据上的应用

结果，并且提取前两个主成分进行了展示

(c),(d),(e)和(f)使用了无参数估计中的核密度数据估计方法分别得

到其样本密度分布曲线



3.行星轮系齿轮故障识别

图3-6 研究中使用的5层LeNet5模型

图3-7 研究中使用的AlexNet模型

图3-8 堆栈冻结方法，可训练参

数随着冻结层数增加而减少

32 32 6 @ 28 28 6@14 14

Conv2d Maxpool

16@10 10 16@ 5 5

Conv2d Maxpool

120 84
9

FC FC FC

layer1 layer2

layer3 layer4

layer5

Stack 

Frozen 

Layer

Variable 

parameters



3.行星轮系齿轮故障识别

图3-9 神经网络训练过程中的超参数网格搜索与随机搜索方法

图3-10 层次网格超参数搜索算法流程图

开始

网络模型选择

网格划分

超参数随机搜索  

最优超参数选择    

评价函数构造

神经网络训练

网络前i层冻结

缩放因子变化

结束

i = 0

i = i + 1

模型迁移



3.行星轮系齿轮故障识别

图3-11 三个阶段搜索空间的网格划分

图3-12 总计35次的超参数搜索过程，

平行线图表示了超参数配置与结果的关系



3.行星轮系齿轮故障识别

图3-13 七种不同的优化器的训练过程和测试过程的可视化

图3-14 七种优化算法的训练结果与测试结果的

损失与准确率示意图
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滚动轴承迁移故障诊断方法



4.滚动轴承迁移故障诊断方法
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4.滚动轴承迁移故障诊断方法

L0

L1 L2

(a) L0范数 (b) L1范数 (c) L2范数

图4-1 L0~L2范数的二维平面解析示意图

1 2
ˆ arg min( +(1- ) )

. .

s

s s s

s t y s
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

=

=
L1与L2按照一定的比例



4.滚动轴承迁移故障诊断方法

实验数据的来源是JSNU-WT-1型风电机组故障模拟实验台，该实验台利用对传动件进行电火花加工来模拟齿

轮和轴承等多种故障形式。实验台的主要组件包括：控制柜、调速电机、行星齿轮箱、同步带、风力发电机等。

在实验中， INV3062T0 型信号采集系统用于收集振动信号。 使用 4 个 INV9822 型加速度传感器收集振动信号，

并使用磁性底座将传感器放置在行星齿轮箱的壳体上， 振动信号由数据记录仪以 25.6kHz 的采样频率获取。

图 4-2 风力发电机组实验台
图 4-3 振动信号的采集



4.滚动轴承迁移故障诊断方法

输入信号
压缩感知方法信号

稀疏化处理
五点中值平滑滤波 下采样 输出信号

下采样的采样率和压缩感知进行处理的稀疏信号的放大倍数相同

图4-4 L0~L2滚动轴承信号的信号处理设计流程



4.滚动轴承迁移故障诊断方法

图4-5 五类信号的时域与其解析信号的时域表达



4.滚动轴承迁移故障诊断方法

图4-6 L0~L2滚动轴承信号的上包络和下包络曲线



4.滚动轴承迁移故障诊断方法

图4-7 不同故障状态下的密度分布曲线



4.滚动轴承迁移故障诊断方法
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( ) ( ) log ( )
n

i i

i

H X p x p x
=

= −

表 4-1. 故障信号不同类型的香农熵计算结果

原始信号 L1稀疏 L2稀疏 L1L2组合稀疏

滚珠故障 3.8692 1.9983 4.1533 2.7311

内外圈故障 3.6453 1.9859 3.9646 2.7400

正常状态 3.9030 1.9969 4.1041 2.7552

内圈故障 3.8870 2.0327 4.1106 2.7458

外圈故障 3.8230 1.9367 4.0606 2.6914

香农信息熵



4.滚动轴承迁移故障诊断方法
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4.滚动轴承迁移故障诊断方法

图4-10 滚动轴承数据集作为源域，齿轮数据集作为目标域



4.滚动轴承迁移故障诊断方法

图4-11 三种卷积神经网络在随机超参数分布下的两种迁移策略效果



4.滚动轴承迁移故障诊断方法

图4-12 三种网络结构在不同的超参数下的

迁移结果对比的平行线图



第五部分

结论与展望



5.结论与展望

(1)提出了利用单齿仿真数据进行故障诊断数据集制作，

利用自编码器进行数据增强的方法，探索了用于评估多个

模型效率与性能的方法。

(2)提出了利用行星轮系中各个零件仿真数据实现振动

数据升维同时复用经典网络进行故障诊断的方法。同时，

提出了逐层冻结网络参数的最优超参数搜索方法。

(3)提出了从滚动轴承到齿轮数据的深度迁移方法。在

源域中利用压缩感知方法进行稀疏特征提取，制作预训练

模型加速超参数搜索过程，并且比较了特征微调和全局参

数调节两种方法在迁移学习中的适用性。

结论



5.结论与展望

将深度学习理论应用在风电机组故障诊断领域，这种模式

值得进一步深入挖掘和探索。深度学习领域实际上包含了很多

的子领域，例如少样本学习、增量学习（终身学习）、元学习

等，将其中的几种方法的优势进行吸收，重新设计模型与参数，

这会是一个可以发展和研究的方向。

本文中提及到的仿真数据与实验采集数据的融合发展，

对于许多工业数据不完整或者无法直接获得工业数据的情形

下，是一个很好的补充思路。所以多源数据融合、虚拟仿真

数据与工业采集数据融合有很高的应用前景。

展望



软件与程序方法

主要的商业软件、编程语言、云平台与库

Ansys Workbench

Solid works

Python 

Excel 
Pytorch

CVX

MATLAB

OPTUNA
Google Colaboratory实验

数据
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