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Abstract Volumenwachstumssegmentierungstechniken leiden oftmals unter
dem Uberlauf in falsch positive Organe oder Strukturen. Segmentierungs-
barrieren kénnen hier abhelfen, indem wie bei einem Staudamm eine kiin-
stliche Grenze gezogen wird. Aktuell werden diese Markierungen hiufig
noch als manuelle Scribbles vom Benutzer i.d.R. miihsam schichtweise
erstellt. Hier wird ein neuer vollautomatischer Ansatz zum Finden von
3D-Barrieren mit maschinellen Lernmethoden vorgestellt. Die Barrieren-
fehler unmittelbar angrenzender Organe liegen zwischen 4,94+1,3 und
10,34+3,6 mm.

1 Einleitung

Ein typisches Problem von Volumenwachstums oder auch GraphCut-Segment-
ierungen [1], die bspw. fiir virtuelle 4D-Patientensimulationen benétigt werden
[2,3,4,5,6] ist das Auftreten von Uberldufen zwischen eng benachbarten Orga-
nen mit vergleichbaren Intensitiiten, was zur starken Ubersegmentierung eines
Organs fiihrt.

Dieses Risiko kann durch die Verwendung von Barrieren mitigiert werden,
die das Wachstum stoppen. Wenn der Anwender eine Wachstumsgrenze in den
problematischen Bildbereich einfiigt, kann das Risiko des Auslaufens gemindert
werden. Diese Grenze wird allgemein als Barriere bezeichnet, vergleichbar mit
einem Damm, der eine Welle abhilt. In der momentanen Praxis muss der An-
wender die Barrieren manuell markieren, indem er miithsam Konturen in die
Schnittbilder zeichnet [7] oder die falsch segmentierten Bereiche spéter durch
manuelle oder (halb-)automatische Nachbearbeitung der Labels korrigiert!.

2 Material und Methoden

Der Datenmenge bestand aus 60 abdominalen CT-Scans und Label-Bildern. Die
Daten wurden aus drei verschiedenen Segmentierungswettbewerben ausgewéhlt,
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namentlich SLIVER072, LiTS? und VISCERAL?. Die einzelnen Scans unter-
scheiden sich nicht nur in der Anzahl der Schichten (64-861) bzw. dem Field-
of-View (FoV), sondern auch im Bildrauschen. Einige Scans beziehen die Lunge
komplett mit ein, widhrend andere nur den unteren Brustbereich zeigen. Wir
haben bez. des FoV nur die Scans verwendet, welche die Gesamtheit der fiinf
Zielorgane (Leber, Nieren, Milz, Bauchspeicheldriise) enthielten. 5 iiber 2=10
Organnahzonen sind theoretisch moglich und werden als Paarungen bezeichnet.

Das Ziel unseres neuen Ansatzes ist es, automatisch 3D-Barrieren zwischen
bestimmten Organen in abdominalen CT-Scans zu generieren, die innerhalb fest-
gestellter Uberlappungen von Bounding-Boxen (BBen) liegen. Wir verwenden
zwei verschiedene maschinelle Lernmethoden, um die Barrieren basierend auf
Intensitdtsmerkmalen vorherzusagen. Die Abbn. 1 und 2 stellen Training und
Anwendung mit Random-Regression-Forests (RRF) und U-Nets dar.

Die Anwendungsgrundidee ist (Abb. 2), einen dedizierten RRF pro Organ
zu verwenden, um die BB-Lagen zu schéitzen. Im zweiten Schritt, priifen wir,
ob Uberschneidungen zwischen den BBen auftreten. Falls eine Uberschneidung
detektiert wird, erhélt ein U-Net, die entsprechende Region als Eingabe und
schitzt die Segmentierung der Strukturen innerhalb der Region. Schliellich kann
die so entstandene Segmentierung genutzt werden, um eine Barriere zwischen den
Strukturen deterministisch zu generieren.

2.1 Datenvorbereitung

Es war regelméiig notwendig, einige relevante Strukturen, insbesondere die Bauch-
speicheldriise, manuell zu segmentieren, da diese nicht in den Challenge-Daten
enthalten waren. Neue Segmentierungen wurden von zwei Experten gepriift. Die
Segmentierungen lieferten nun die BBen der Organe.

2 http://sliver07.org
3 http://competitions.codalab.org/competitions /17094
4 http://visceral.eu/closed-benchmarks/anatomy3
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Figure 1. Training der RRF und U-Nets: Dem RRF, dienten Voxel (p) und zugehorigen
Feature Boxen (F}) als Eingabe, um die Distanz der Voxel zur Organ-BB zu lernen.
Dem U-Net wurden Schnitt-VOI-Intensitdten und Masken iibergeben.
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2.2 Gemeinsam genutzte Methoden in Training und Anwendung

Bounding-Box-Uberschneidungen: Um eine Barriere zwischen nahen oder
sich beriihrenden abdominalen Organen grob zu lokalisieren, nutzen wir Quader,
welche durch die Uberlappung von BBen definiert werden. Hierfithr miissen sich
die zugehorigen BB-Intervalle in jeder Dimension iiberschneiden. Hierzu wird
jede Koordinaatenachse sequentiell auf eine Uberschneidung untersucht und eine
Uberlappungsregion in Form des Schnittquaders entsteht. Wihrend des Train-
ings, stellten wir fest, dass in der Praxis Uberschneidungen zwischen den Nieren
und zwischen Milz und rechter Niere nicht auftraten. Falls ein Schnitt detektiert
wurde, wird das Volume-of-Interest (VOI) weiter untersucht (Abb. 3(b)).

2.3 Training der Modelle

Trainieren von Random-Forests fiir die BB-Detektion: Fiir die Schitzung
der Koordinaten der BBen, nutzen wir pro Organ einen RRF [8]. Hierbei wird
eine 3D-Organ-BB als ein 6D-Vektor b = (¥, 27 y4, ¢y, 2 2F) in mm definiert.
In Training und Anwendung iterieren wir iiber alle Voxel p = (xp, yp, 2p), welche
sich in einem bestimmten Radius (r=5 cm) zur Scan-Medialachse befinden (Zen-
trumzylinder). Der Distanzvektor eines solchen Voxels zu jeder der BB-Wénde,
berechnet durch d(p) = (v, — 2l z, —af, y, —y*, yp —yF, 2, — 21, 2, — 2T, wird
als Ausgabe gelernt. Fiir die Generierung des Eingabe-Feature-Vektors, nutzen
wir im Gegensatz zu [8] nur 50 auf drei Kugelschalen (r=5 c¢m; 2,5 cm; 1,25 cm)
gleichméBig verteilte Feature-Boxen (FBen). Diese FBen F; (Abb. 1) sollen den
rdumlichen und Intensitdtskontext der BBen einfangen. Hierfiir wird der Mit-
telwert der in den FBen enthaltenen Intensiten berechnet und in den Feature-
Vektor der Lénge 50 eingetragen. Der RRF lernt nun im Training anhand der
FBen den Distanzvektor (Ausgabe) zur passenden BB.

Training eines U-Net fiir die semantische VOI-Segmentierung: Die
Trainingsgrundlage fiir unser U-Net bilden die Expertensegmentierungen und die
BB-Uberlappungs-VOIs (siehe 2.2). Die VOIs werden dann genutzt um lokal die
Intensitits- und Label-Daten zu extrahieren. Als Eingabe erhiilt das U-Net somit
eine VOI aus den Intensitdtsdaten, wiahrend die gleiche Region innerhalb der
Label-Daten als Ausgabe genutzt wird. Wir verwenden die U-Net-Architektur
[9], die aus neun Layern mit vier Encoder-Decoder-Schritten besteht. Fiir jede
der acht Organpaarungen haben wir je ein Modell trainiert.

Uberschneidung? Segmentiere Overlap-VOI

¥

Finde Barriere in
segmentierter VOI

Ungesehener Priife auf Uberschneidungen
CT-Datensatz zwischen den Bounding-Boxen [3

Schétze Bounding-Boxen . T
mit Organ-RRF Organ-Bounding-Boxen

Figure 2. Anwendung der BB- und Barrierendetektion: Flowchart der sequentiellen
Anwendung unseres Verfahrens auf ungesehene, abdominale CT-Daten.
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2.4 Anwendung der Modelle

Bounding-Box und iiberschneidungsdetektion: Die organspezifischen RRFs
erkennen zunéchst die Organ-BB-Kandidaten. Anschlielend wird mittels Mehrheitsvotierung
ein Distanz-Vektor ausgewéhlt und in einen 6D-BB-Vektor und somit eine finale
organspezifische BB-Schitzung umgerechnet. Thre Uberschneidungen werden als
VOIs fiir die typischen acht Organpaarungen, wie in Abschnitt 2.2 beschrieben,
berechnet.

Partielle Segmentierung von Organen in BB-Schnittmengen: Nun bekommt
das paarabhéingige U-Net-Modell die entsprechende VOI als Eingabe. Jede de-
tektierte VOI wird separat segmentiert und zur Erzeugung der Segmentierungs-
barriere mit euklidischer Morphologie verwendet.

Barrierengenerierung: Wie in Abb. 3 zu sehen ist, werden die Segmentierungs-
barrieren durch die Verwendung der VOIs zwischen den Organ BBen erzeugt.
Um eine Barriere zu modellieren, wenden wir morphologische Operationen mit
symmetrischen Kernen an. Zunéchst wird die Anzahl der vorhandenen Organe
im VOI bestimmt. Es gibt drei Félle: (1) Falls im klassifizierten Teilbild keine
Struktur vorhanden ist, passiert nichts. (2) Wenn eine Struktur gefunden wird,
dilatieren wir sie heuristisch, bis sie die Hélfte des VOI-Volumens enthélt und
extrahieren die Trennfliche zwischen Hintergrund und Objekt als Barriere. Al-
ternativ kann das Objekt auch bereits grofl genug sein, dann wird nur eine Di-
latation (Sicherheitsabstand) durchgefiihrt. (3) Wenn zwei oder mehr Objekte
vorhanden sind, dilatieren wir alle Objekte, bis jeder Teil des VOI eindeutig ge-
labelt ist. Die 3D-Barriere wird dann durch die sich berithrenden Grenzen der
Objekte definiert 3(b). Abb. 4 veranschaulicht eingefiigte 3D-Barrieren.

S7lle 7 —a

(b)

(c)

Figure 3. 2D Organschema und eine BB-Uberschneidung: (a) Das Abschitzen der
rédumlichen Nihe zweier Objekte ist mittels BB‘s méglich. (b) Falls eine Kollision zwis-
chen BB'‘s detektiert wird, wird morphologisch eine Trennfliche erstellt.
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Table 1. Ergebnistabelle: iiber der Hauptdiagonale: HA [mm]|. Darunter: MOA [mm].

Leber Niere links Niere Pankreas Milz
rechts
Leber 23,549 29,1+16 19,448 20,5+11,4
Niere links 12,3+1,8 n.v. 17,2414 21,9474
Niere rechts 6,88+1,4 n.v. 19,7+10,4 n.v.
Pankreas 49+1,3 5,9£4,5 10£3,6 15£7,9
Milz 9,1£3 9,1£0,5 n.v. 9,5+4,2

2.5 Evaluation

Es wurde eine fiinffache Monte-Carlo-Kreuzvalidierung basierend auf einer 30:20
(trainieren:testen) Patientendatenaufteilung verwendet. Das praktisch nicht rel-
evante Paar Leber-linke Niere mit ohnehin grofler Distanz wurde beriicksichtigt.
Die resultierenden U-Net-Barrieren wurden anhand von Oberflichenabsténden
bewertet, d.h. dem mittleren Oberflichenabstand (MOA) und Hausdorff-Abstand
(HA) [10].

3 Ergebnisse

Wihrend sich einige BBen sehr hiufig iiberschneiden (Leber:rechte Niere), waren
andere selten, so dass die Paarungen innerhalb der Trainingsdaten nicht gleich
verteilt waren. Abb. 4 zeigt zwei gefundene 3D-Barrieren am Pankreas. Tab. 3
zeigt MOA- und HA-Ergebnisse (Ausreifier) fiir detektierten vs. Goldstandard-
barrieren fiir die Organpaarungen mit BB-Uberschneidungen.

4 Diskussion

Die Trainingsdaten waren nicht fiir alle Organpaarungsmodelle von gleicher
Maéchtigkeit. Dies kénnte durch die Patientendatenergénzung fiir selten vork-

Figure 4. Beispiel einer 3D Barriere zwischen 2 Organen: (a) PA-Ansicht: Die Organe
Leber (lila) und Bauchspeicheldriise (weifl) werden durch eine Barriere (griin) rdumlich
getrennt. (b) Ansicht von oben: Die Organe Niere (rot) und Bauchspeicheldriise (weif3)
werden durch eine Barriere (griin) rdumlich getrennt.
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ommende Paarungen angegangen werden. Die gefundenen BBen waren vergle-
ichbar mit den Ergebnissen von [8]. Wir haben jedoch andere Daten und ein
effizienteres Training mit nur 50 FBen gewihlt und zudem grofiere BBen gener-
iert. Dieser Unterschied kann fiir die hier vorgestellten weiteren Schritte giinstig
genutzt werden. Unser Random-Forest bevorzugt hhere/niedrigere Werte fiir
Maximal-/Minimalwerte der BB-Grenzen. Griflere 3D-Barrieren sind von Vorteil
fiir die Gesamtbildsegmentierung mit Barrieren in Zukunft. Die lokal-partiellen
Segmentierungen aus unseren U-Net-Modellen kann nicht mit anderen Ansétzen
verglichen werden, da fiir die neue Methode mit keine Vergleichsdaten existieren.
Die Barrieren wurden nicht direkt gelernt, da sie nur diinne Strukturen mit
wenig Intensitdtsinformationen darstellen, was die Robustheit der Modelle in
Frage stellen wiirde. Einige Paarungen ergaben regelméfig kleine VOIs, die
schwer zu segmentieren sind. Dies erklart die schlechtere Leistung in Tab. 1
einiger Modelle, beispielsweise Leber:Milz mit dem MOA 9,143 mm und HA
20,54+11,4 mm. Schwierige Organpaarungen mit der Bauchspeicheldriise fiihrten
oft zu schlechten Ergebnissen mit MOA von 104+3,6 mm und HA 19,7+10,4
mm. Beispielsweise ist der MOA bei dem nicht relevanten Paar Leber-Niere
links am grofiten. Zwischen diesen Organen sind stark individuelle Strukturen
wie unterschiedlich gefiillter Magen und Darm, welche nicht gut maschinell gel-
ernt werden konnen. Dennoch verursacht eine ungenaue U-Net-Segmentierung
nicht zwangsléufig eine unniitzliche Barriere, die aufgrund des Spielraums zwis-
chen den Organen qualitativ richtig liegen kann. Folglich wird sich die zukiinftige
Arbeit mit der Barriere-gestiitzten Gesamtbildsegmentierung befassen.

Danksagungen: DFG-Projekt: MA 6791/1-1, EXPLOR: Stiftung Kessler +
Co. fiir Bildung und Kultur.
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