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Prólogo 

 
La Sociedad de Arquitectura y Tecnología de Computadores (SARTECO) presenta, una vez 

más, las Jornadas SARTECO, que integran las XXX Jornadas de Paralelismo (JP2019) y las IV 
Jornadas de Computación Empotrada y Reconfigurable (JCER2019). Además, en el contexto de 
las Jornadas SARTECO se celebra también el V Concurso “Tu Tesis en 3 Minutos” (T3M2019), 
que pretende premiar los mejores trabajos de tesis recientes en el área, y el III Encuentro 
WSARTECO de investigadoras en TIC. 

 
Este año las Jornadas se celebran en Cáceres, contando con un excelente programa de 

sesiones técnicas con un total de 70 artículos que se presentarán en las JP2019 y otros 17 
artículos en las JCER2019, además de 3 ponencias invitadas. Aunque la mayoría de autores de 
estos artículos son españoles, también hay coautores con afiliación de otros muchos países (en orden 
alfabético): Alemania, Argentina, Brasil, Chile, China, Ecuador, Francia, Grecia, Hungría, Italia, Japón, 
Marruecos, México, Perú, Portugal y Reino Unido. A fecha de edición del presente libro de actas, el 
número de asistentes (incluyendo conferenciantes invitados y comité de organización) es de unas 
150 personas. 

 
En conclusión, la celebración conjunta de estas actividades y eventos de carácter científico-

técnico constituye un referente nacional imprescindible para la comunidad científica agrupada 
en SARTECO. Estas jornadas reúnen a un nutrido grupo de investigadores, procedentes de 
diferentes universidades y centros de investigación, con el objeto de intercambiar experiencias, 
presentar y debatir resultados de investigación, facilitar colaboraciones y sinergias entre 
grupos, y potenciar nuevas oportunidades de transferencia tecnológica a la industria. 

 
Desde la organización de esta nueva edición de las Jornadas SARTECO, os deseamos a todos 

una placentera y productiva estancia en Cáceres. 
 
 

Julio de 2019 
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Computación eficiente de perfiles de difusión
para la extracción de información

espectral-espacial
Álvaro Acción, Dora B. Heras, y Francisco Argüello1

Resumen— En el ámbito del procesado de imagen
multi e hiperespectral es considerado beneficioso el
incluir información espacial conjuntamente con la es-
pectral cuando se realiza el procesamiento de dichas
imágenes. Los perfiles son transformaciones que ex-
traen información espectral y espacial a diferentes ni-
veles de granularidad en la imagen. Es posible definir
perfiles basados en operaciones de difusión anisotró-
pica por medio de ecuaciones diferenciales parciales
no lineales. Su principal ventaja es la de preservar las
características morfológicas distintivas de las imáge-
nes, como por ejemplo los bordes, en diferentes esca-
las. En este documento, reducimos drásticamente el
alto coste computacional asociado a la construcción
de perfiles de difusión para imágenes hiperespectrales
mediante el uso de GPUs. En particular, proponemos
un enfoque computacional de bajo coste para esta ta-
rea empleando la arquitectura CUDA.

I. Introducción

LAS imágenes hiperespectrales están siendo utili-
zadas cada vez en más contextos de aplicación

debido al abaratamiento de los sensores requeridos
para obtenerlas, promoviendo so uso recientemente
en campos como la agricultura y la monitorización
ambiental [1].
Es comúnmente aceptado en el procesamiento de

imágenes hiperespectrales o multiespectrales que la
extracción de información espectral-espacial mejora
los resultados respecto de utilizar solamente informa-
ción espectral por muy abundante que esta sea. Los
perfiles morfológicos (MP) [2] son una de las téc-
nicas más comunes utilizadas para extraer informa-
ción espectral-espacial de imágenes hiperespectrales.
La construcción de MPs se realiza aplicando a cada
banda de la imagen transformaciones de apertura y
cierre con un elemento estructural (SE) de tamaño
creciente sobre las bandas obtenidas.
La difusión anisotrópica es una técnica que puede

ser usada para mejorar las imágenes multiespectrales
aumentando su relación señal/ruido [3] y, en parti-
cular, puede usarse para la generación de perfiles ex-
tendidos que sirven como entrada para una posterior
etapa de procesado como podría ser la clasificación
[4]. La aplicación del filtrado de difusión no lineal ha
mostrado un gran potencial [5] en comparación con
el filtrado lineal tradicional debido a su capacidad
de preservar las características morfológicas distinti-
vas de las imágenes tales como los bordes, o incluso

1Los autores pertenecen al Centro Singular de In-
vestigación en Tecnoloxías da Información (CiTIUS),
Universidade de Santiago de Compostela, España. (E-
mail: alvaro.accion.montes@usc.es, dora.blanco@usc.es, fran-
cisco.arguello@usc.es)

resaltarlas.
Los esquemas utilizados para calcular la difusión

no lineal presentan coste computacional elevado. La
introducción de los esquemas de Fast Explicit Diffu-
sion (FED) [6] ha permitido realizar estos cálculos
de forma computacionalmente más eficiente, al tiem-
po que ofrecen una mayor precisión que los esquemas
semi-implícitos existentes previamente.
Las unidades de procesamiento gráfico (GPUs)

son plataformas computacionales de alto rendimiento
que pueden ser usadas para el procesamiento eficien-
te de imágenes hiperespectrales alcanzado una ejecu-
ción en tiempo real en muchas de las aplicaciones [7],
[8], [9]. La disponibilidad de GPUs de consumo capa-
ces de realizar computación paralela permite alcan-
zar de forma económica cotas de rendimiento antes
reservadas a sistemas como clústers o infraestructu-
ras de altas prestaciones.
En este documento, proponemos un algoritmo pro-

gramado en CUDA para tarjetas de consumo NVI-
DIA que realiza la extracción eficiente de informa-
ción espectral-espacial en imágenes hiperespectrales.
Se basa en la computación de perfiles construidos me-
diante filtrado realizado a través de difusión no lineal,
a los que llamaremos ADPs (Anisotropic Diffusion
Profiles). La unión de ADPs para diferentes bandas
o componentes de la imagen producirá el EADP (Ex-
tended Anisotropic Diffusion Profile). La difusión no
lineal utilizada está basada en FED, debido a su re-
ducido coste computacional y su idoneidad para la
computación paralela. Este método presenta la ven-
taja de que el número de componentes de perfil es
bajo, lo que reduce el tiempo de ejecución de una
posible clasificación posterior.
El documento está organizado en cuatro secciones.

La Sección II presenta una breve introducción a los
conceptos de difusión no lineal y al esquema FED
utilizado para implementarla. La Sección III presenta
los perfiles, sus características y la implementación
en CUDA. La Sección IV contiene la evaluación de
rendimiento para la clasificación propuesta sobre los
conjuntos de datos de test.

II. Filtrado de difusión no lineal

La siguiente sección presentará brevemente el con-
cepto de difusión no lineal.
La formulación clásica para la ecuación de difusión

es la siguiente:

6 Jornadas SARTECO 2019, Septiembre, Cáceres



δL

δt
= div(c(x, y, t) · ∇L). (1)

En la ecuación anterior, div representa el operador
de divergencia; ∇, el operador gradiente y c, también
llamada función de conductividad, es una función
que controla la difusión y la adapta a la estructura
de la imagen. Perona y Malik [10] propusieron una
función c variable y adaptativa que reduce el suavi-
zado a través de los bordes y se elige en función de
la magnitud del gradiente,

c(x, y, t) = g(|∇Lσ(x, y, t)|), (2)

donde Lσ representa la imagen original luego de
ser suavizada por el kernel Gaussiano de media 0
y varianza σ2. La variable t representa de nuevo el
tiempo, pero también puede considerarse como un
valor de escala que controla el nivel de detalle de la
imagen resultante.
Perona y Malik [10] describieron dos formulaciones

diferentes para la función de conductividad, que se
muestran en las ecuaciones (3) y (4).

g1 = exp

(
−|∇Lσ|2

k2

)
, (3)

g2 =
1

1 + −|∇Lσ|2
k2

, (4)

El parámetro k, también llamado parámetro de
contraste, sirve como un umbral que permite la di-
fusión hacia atrás. Los valores más altos de k gene-
ralmente implican que se suavicen los bordes de bajo
contraste.

A. Fast Explicit Diffusion

La difusión explícita rápida (FED) es un esquema
numérico eficiente que se utiliza para resolver proble-
mas de ecuaciones parabólicas y elípticas en deriva-
das parciales.
FED explota el hecho de que el kernel Gaussiano

se puede aproximar mediante cualquier kernel 1-D
simétrico con los pesos de los coeficientes wk que
cumplen la condición wk = w−k,∀k ∈ {1, . . . , n}
y
∑n
k=0 wk = 1. FED funciona realizando M ciclos

compuestos por n pasos de difusión explícitos. En
cada paso, se usa un τj variable. El valor de M con-
trola la calidad de la aproximación, produciendo los
valores más altos aproximaciones con un error más
bajo a costa de una mayor complejidad.
En notación matricial, el ciclo FED se puede defi-

nir como:

Lj+1 = (I + τjA (L))Lj , j = 0, . . . , n− 1, (5)

donde Lj+1 es la solución al problema de difusión
definido por la ec. (2) en un paso dado y A es la
matriz de conductividad calculada a partir de c.

Los parámetros FED se pueden expresar como,

τj =
τmax

2cos2(π · 2j+1
4n+2 )

, (6)

n =

⌈
−1

2
+

1

2

√
1 +

12T

Mτmáx

⌉
, (7)

donde τj es el tamaño de paso de la jésima ite-
ración resultante de la factorización del box filter y
τmax es el tamaño de paso máximo que no viola la
condición de estabilidad del esquema explícito. Al
conocer τmax, es posible obtener el número de pasos
n usando la ec. (7). Para valores de n grandes, el τj
resultante puede ser ostensiblemente más grande que
la condición de estabilidad [11].

III. Perfiles de difusión anisotrópica
extendidos

En esta sección describimos la implementación en
CUDA del algoritmo para la generación del perfil ex-
tendido (EADP) a partir del apilamiento de perfiles
de difusión (ADPs). Se detallan también las técnicas
que han permitido obtener una versión eficiente del
código en CUDA, así como los resultados experimen-
tales. Se ha analizado el rendimiento para identificar
posibles cuellos de botella y decidir las optimizacio-
nes de código que tienen un mayor impacto en el
tiempo de ejecución.
Como se puede observar en la Fig. 1, cada ADP se

construye aplicando un filtro de difusión no lineal a
una imagen en escala de grises. En nuestro caso co-
rresponde a una componente principal resultante de
la aplicación del análisis de componentes principales
(PCA) a la imagen hiperespectral original.
Una vez que se obtienen los componentes princi-

pales de la imagen, el algoritmo de difusión no lineal
aplicará C instancias de difusión a cada Xi utilizan-
do C tiempos de proceso Ti diferentes. Esta estra-
tegia generará componentes con un nivel de detalle
descendente y, por lo tanto, contendrá diferente in-
formación espacial de la imagen. El primer compo-
nente del ADP es siempre la componente principal
de partida.
Finalmente, cada ADP tendrá C + 1 componen-

tes donde C es el número de instancias de difusión
aplicadas, creando imágenes con niveles de detalle
decrecientes. El EADP final tendrá un tamaño de
N × (C + 1), donde N es el número de componentes
principales retenidos.
Denotando Diff(Xi,Ti) el proceso de difusión, un

ADP se define como:

ADP(Xi) = {Xi,Diff(Xi,T1), . . . ,Diff(Xi,Tc)} (8)

En la Fig. 2 se muestra un ejemplo de un ADP
donde se puede apreciar cómo a partir de la com-
ponente inicial situada a la izquierda en la figura,
el nivel de detalle se reduce de izquierda a derecha,
es decir, a medida que se incorporan nuevos compo-
nentes de difusión. El EADP es el conjunto de todos

Jornadas SARTECO 2019, Septiembre, Cáceres 7



Imagen
Hiperespectral

Imagen de 
dimensionalidad reducida

Clasi�cador
ELMEADP(X)I

X

Extracción 
de características

Difusión

Extended Anisotropic 
    Di�usion Pro�le

W x H x B

W x H x N

N x (C+1)

ADP(Xi) = {Xi, Di�(Xi, T0), ... , Di�(Xi, Tc)}

Stacking

Fig. 1: Esquema propuesto para la clasificación de imágenes hiperespectrales basado en la extracción de
información espacial mediante el uso de EADP.

los ADP resultantes de la aplicación del proceso de
difusión:

EADP(X) = {ADP(X1), ...,ADP(XN)} (9)

Los requisitos de memoria del algoritmo que cons-
truye el EADP dependen solo de las dimensiones de
la imagen hiperespectral que se procesa y del número
de componentes después de la etapa de extracción de
características. El uso de memoria permanece cons-
tante durante toda la ejecución y requiere 4 buffers.
La cantidad de memoria requerida es de aproxima-
damente 4WHN palabras.

A. Implementación en GPU

CUDA es un modelo de programación y arquitec-
tura de computación en paralelo desarrollado por
NVIDIA que permite la ejecución de funciones re-
lativamente simples, llamadas kernels, dentro de una
GPU. Se ha desarrollado como primera versión un
código para ser ejecutado en una única GPU de con-
sumo.
Para conseguir un código eficiente en CUDA se han

aplicado múltiples técnicas de optimización. Dichas
técnicas están basadas en una gran parte en opti-
mizar el uso de la jerarquía de memoria: haciendo
cálculos in-place, tratando de fomentar la reutiliza-
ción de datos, usando memoria pinned para las trans-
ferencias entre CPU y GPU, o usando operaciones
atómicas en memoria compartida frente a realizarlas
en memoria global debido al soporte específico para
operaciones atómicas existente desde la arquitectura
Maxwell.
Otra técnica para evitar la latencia de acceso a

la memoria compartida es realizar operaciones de
reducción utilizando primitivas a nivel de warp. Se
han utilizado también tipos de datos vectoriales pa-
ra maximizar el paralelismo de instrucciones y op-
timizar los accesos a memoria. Finalmente, se han
usado librerías de alto rendimiento como cuBLAS,
cuSOLVER y cuSPARSE para la realización de al-
gunas operaciones.
Tal como se muestra en el pseudocódigo presenta-

do en el algoritmo 1, tras una etapa de extracción de
características, que en este caso se ha realizado en
GPU mediante el algoritmo PCA [12], se ha proce-
dido al cálculo de la difusividad.
El cálculo de la matriz comienza con la carga ini-

cial deXi en la memoria de la GPU. Una vez cargada
la componente, se realizan dos convoluciones con un

Algorithm 1 Pseudocódigo la construcción de
EADP en CUDA

Entrada:
Xi: Componente principal, i = 1..N .
σ2: Varianza del filtro Gaussiano.
{T1, . . . , Tc}: lista de tiempos de proceso.

Salida:
EADP(X): EADP de la imagen X.

1: EADP←− ∅
2: for i=1 −→N do
3: ADPi ←− ∅

Cálculo de matriz de difusividad
4: Xi,σ ←− < apply_row_conv >(Xi,Gσ(Xi)) . SM+GM
5: Xi,σ ←− < apply_col_conv >(Xi,σ,Gσ(Xi)) . SM+GM
6: ∇Xi,σ ←− < scharr >(Xi,σ, Scharr(Xi,σ)) . SM+GM
7: max←− < reduce_max >(Xi,σ) . REG+GM
8: histo←− < create_histogram >(∇Xi,σ,max) . SM+GM
9: k ←− get_bin(histo, 0,7) . SM+GM
10: A(∇Xi,σ)←− < pm2_coefficients >(∇Xi,σ, k) . GM

Cálculo de proceso FED
11: X0

i ←− Xi

12: for c = 1 −→ C do
13: τj −→ fed_tau_by_process_time(Tc)

14: Xc,0
i ←− Xc−1

i
15: for j = 1 −→ n do
16: ∆Xc,j

i ←− < fed_nld_step >(Xc,j−1
i ,A(∇Xi,σ))

. SM+GM
17: Xc+1,j+1

i ←− < fed_nld_update >(Xc,j
i ,∆Xc,j

i )
. GM

18: end for
19: ADPc ←− Xc,n ∪ ADPc

20: end for
21: EADP←− ADPc ∪ EADP
22: end for

kernel Gaussiano para suavizar la imagen original
(líneas 4-5 en el pseudocódigo). Cada convolución es
realizada por un kernel específicamente diseñado pa-
ra explotar la localidad de la memoria dependiendo
de la dirección de la operación. A continuación, el
kernel que calcula las derivadas de la imagen obtie-
ne ∇Xi,σ (línea 6). Después de eso, el valor máximo
de la imagen suavizada, Gσ(Xi), se obtiene con un
kernel de reducción (línea 7). Dicho máximo se usa
en la creación de un histograma.
Un nuevo kernel tomará ∇Xi,σ y computará un

histograma con las distancias entre las derivadas ver-
tical y horizontal (línea 8), almacenándolas atómica-
mente en la memoria compartida y luego sumándolos
atómicamente al histograma en la memoria global. El
parámetro de contraste se calcula en CPU (línea 9),
debido a la baja complejidad computacional de la ta-
rea. Por último, la matriz de difusividad se calcula
aplicando la ec. (4) a cada píxel de la imagen (línea
10).
El cálculo inicial del número de pasos y τj se eje-

cutan en la CPU (línea 13). El proceso de difusión
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Fig. 2: La imagen representa un ADP para N = 1, C = 5 y de izquierda a derecha, una componente principal
de la imagen seguida de las componentes resultantes de la difusión.

realiza la actualización de Xc+1,j+1
i de forma itera-

tiva dentro de un kernel (líneas 16-17). Por último
se añade cada componente al ADP correspondiente
y este al EADP global (líneas 18-21).

IV. Evaluación del rendimiento

Esta sección describe los conjuntos de datos utili-
zados, explica los parámetros seleccionados para las
pruebas y analiza la calidad de la propuesta presenta-
da. Por un lado, se analiza el tiempo de ejecución en
comparación con una difusión computada utilizando
solamente la CPU multinúcleo de los experimentos.
Por otro lado, para demostrar la efectividad del enfo-
que propuesto, incluimos un análisis de precisión de
la clasificación obtenida utilizando el EADP compa-
rando con las técnicas más comunes en la literatura.
Para realizar los experimentos que permiten eva-

luar esta técnica se han utilizado cuatro imágenes
hiperespectrales reales. Por un lado, Indian Pines
(IndianP) y Salinas Valley (Salinas), ambas toma-
das por el sensor AVIRIS de la NASA. La resolución
espacial es de 20 metros/píxel y cubre un rango es-
pectral de 400 a 2500 nm, con 220 bandas espectrales
en total. Los datos de referencia disponibles para ca-
da imagen se dividen en dieciséis clases. IndianP y
Salinas tienen unas dimensiones de 145 x 145 y 512
x 217 píxeles respectivamente. Por otro lado, Pavia
University (PaviaU) y Pavia Center (PaviaC), adqui-
ridas por el sensor ROSIS-03 en la ciudad de Pavia,
Italia. Su resolución espacial es de 2,6 metros/píxel y
cubre el rango espectral de 430 a 860 nm, con un to-
tal de 103 bandas espectrales. Los datos de referencia
contienen nueve clases.Las dimensiones espaciales de
PaviaU son 610 x 340 píxeles y las de PaviaC de 610
x 610 píxeles.
Los experimentos se llevaron a cabo utilizando

una estación de trabajo con CPU Intel Core i5 8400
de 6 núcleos que funciona a 2,80 GHz y 32 GB de
RAM. También dispone de una GPU NVIDIA Ge-
Force GTX 1060 de 6 GB. Todos los experimentos se
ejecutaron bajo Ubuntu Linux 16.04 de 64 bits y se
compilaron con GCC versión 6.4.0 y CUDA toolkit
9.1.
Respecto del esquema FED se seleccionaron los va-

lores de parámetros que respetasen un compromiso

TABLA I: Comparativa en términos de clasificación
con perfiles morfológicos

Dataset Método OA κ

Salinas
PCA-EADP 98.40 98.25
WT-EMP [14] 91.67 90.70
WTSS-EMP [14] 98.44 98.30

PaviaC
PCA-EADP 99.20 98.85
WT-EMP [14] 99.54 99.30
WTSS-EMP [14] 99.86 99.80

razonable entre precisión y velocidad, siendo estos
valores M = 1, τmax = 0,25. Para la clasificación se
ha utilizado el clasificador ELM detallado en [13]. La
ejecución de ELM requiere fijar el número de mues-
tras seleccionadas de cada clase para entrenar, que
fijamos a 200 y el número de neuronas de la capa
oculta que ha sido de 250 neuronas.

A. Precisión de la clasificación

Para evaluar la precisión de la clasificación, se con-
sideraron las medidas estándar: precisión general me-
dida como porcentaje de píxeles en los que se produ-
ce acierto en la clasificación (OA) y coeficiente kappa
(κ).
Puede observarse, tal y como mostramos en la Fig.

4, que el valor de OA observado al clasificar una ima-
gen usando perfiles de difusión aumenta con el núme-
ro de componentes principales extraídas de la imagen
para un paso de tiempo de proceso fijo. Sin embar-
go, el aumento del tamaño del perfil que supone este
aumento en número de componentes acarrea un ma-
yor uso de recursos en la posterior clasificación, por
lo que finalmente se optó por seleccionar para los
restantes experimentos 7 componentes principales (
N = 7). Los valores de los parámetros N = 7, C = 8,
σ = 1 y ts = 65 se utilizaron como un compromiso
entre la precisión y el número de componentes del
EADP. El tamaño total de cada ADP es, por lo tan-
to, 9 y el tamaño total de EADP es 63.
La tabla I compara la precisión de la clasificación

en términos de OA y κ con otras dos propuestas di-
ferentes para extraer información espectral-espacial

Jornadas SARTECO 2019, Septiembre, Cáceres 9



(a) (b) (c) (d)

Fig. 3: Imágenes hiperespectrales utilizadas en los experimientos: (a) IndianP, (b) Salinas, (c) PaviaU, (d)
PaviaC
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Fig. 4: OA variando el número de componentes prin-
cipales extraídas para un ADP con ts=5.

que hemos desarrollado en trabajos anteriores. La
primera es WT-EMP [15] y consiste en extraer carac-
terísticas de la imagen original mediante una wavelet
de modo similar a cómo en esta propuesta lo hacemos
con PCA, construyendo luego un perfil morfológico
extendido al que se le aplica reducción de ruido tam-
bién mediante wavelets. En el caso de WTSS-EMP
[14] el modelo anterior se refina añadiendo al resulta-
do descrito una versión de la imagen original donde
se ha eliminado ruido banda a banda. Los resultados
muestran que los perfiles de difusión mejoran sus-
tancialmente los resultados anteriores ya que extraen
más eficientemente la información espacial.

B. Comparativa de rendimiento de CUDA

Con el fin de evaluar el rendimiento de la imple-
mentación en CUDA tomando como referencia una
implementación eficiente en CPU, se desarrolló una
implementación OpenMP del algoritmo que utiliza
los 6 núcleos disponibles.
La Tabla II muestra una comparativa de ren-

dimiento entre la CPU y las implementaciones de
GPU. El proceso de difusión se divide en etapas y se
muestra el tiempo total agregado (en milisegundos)
para todas las iteraciones en cada etapa, así como la
aceleración del código CUDA sobre el OpenMP.

Las etapas de Setup y Cleanup corresponden a la
carga inicial del componente principal en la memoria
del dispositivo y la transferencia de la imagen resul-
tado del proceso de difusión a la memoria del host
(CPU), respectivamente, que resultan ser las más
costosas en la implementación en GPU. Las otras
etapas hacen referencia a las líneas detalladas en el
algoritmo 1.
Se puede observar que el aumento de rendimien-

to de la implementación en GPU es notable en las
etapas de computación. La ganancia máxima se pue-
de observar en el dataset IndianP, con un 10,47× de
speedup sobre la implementación en OpenMP.
Podemos comprobar que la implementación de

CUDA supera a la CPU en casi un orden de magni-
tud. Las aceleraciones logradas no muestran correla-
ción con el tamaño de la imagen, con todas las esce-
nas produciendo resultados similares. Es importante
recalcar que, debido a los requisitos del algoritmo de
difusión, las operaciones deben realizarse con aritmé-
tica de doble precisión, que está severamente limita-
da en las GPU NVIDIA de consumo.

V. Conclusiones

En este artículo se presenta una primera imple-
mentación en CUDA de perfiles de difusión aniso-
trópica (ADP) para extraer información espectral-
espacial en imágenes hiperespectrales. Estos se crean
aplicando múltiples instancias de difusión no lineal a
componentes extraídas mediante análisis en compo-
nentes principales (PCA), que posteriormente se api-
lan para generar un perfil extendido (EADP). La im-
plementación propuesta alcanza un rendimiento de
hasta 10,47× para IndianP en comparación con la
implementación OpenMP de referencia.
El reducido número de componentes del EADP

permite un proceso de clasificación rápido y eficiente
utilizando un algoritmo de clasificación supervisada
como ELM, alcanzando valores de precisión de clasi-
ficación de hasta OA de 99,20 para PaviaC.
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TABLA II: Tiempo medio de ejecución OpenMP y CUDA (en milisegundos) para la generación de un EADP
de 63 componentes (a partir de 7 componentes principales obtenidas mediante PCA).

Etapa (líneas) IndianP Salinas PaviaU
CPU GPU Speedup CPU GPU Speedup CPU GPU Speedup

Setup 0.001 0.021 0.005× 0.001 0.08 0.009× 0.001 0.137 0.007×
Matriz de difusividad 3.88 0.33 11.79× 9.73 0.59 16.55× 21.29 0.55 38.64×
Proceso FED 7.58 0.72 10.48× 27.15 3.26 8.32× 41.76 5.31 7.86×
Cleanup 0.001 0.029 0.05× 0.002 0.08 0.24× 0.002 0.137 0.02×
Total 11.46 1.09 10.47× 36.88 4.01 9.21× 63.06 6.14 10.27×
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