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Resumen

El Instituto Tecnoldgico de Informética cuenta con un Plan de Actividades de
caracter no economico (PROMECE) que tiene como objetivo general potenciar las
lineas de investigacion en las que trabaja el Instituto, enmarcadas dentro del &mbito de
las Tecnologias de la Informacion y las Comunicaciones (TIC).

Dentro de la Linea de 1+D en Big/Smart Data, se trabaja en técnicas de andlisis de
grandes cantidades de datos con objeto de crear modelos predictivos que permitan
detectar anomalias con antelacion en distintos escenarios y en técnicas de
visualizacién de datos para conseguir una transmisién Optima de los resultados de los
andlisis hacia los usuarios finales de las aplicaciones.

El presente documento propone técnicas para el analisis de datos con el objetivo
de la detecciéon de anomalias en el campo energético. Para ello, en primer lugar, se
introducen brevemente las técnicas generales que se implementan y se explica la
arquitectura del sistema. A continuacion, se detallan las técnicas aplicadas dentro de
los casos de uso contemplados en el proyecto (descripcion del estado general,
prediccion, deteccion de anomalias. Finalmente, se disefia una herramienta genérica
de visualizacion de datos que apoye a los usuarios en la toma de decisiones.

Abstract

Instituto Tecnol6gico de Informéatica has a non-economic Activities Plan
(PROMECE) whose general objective is to strengthen the research lines in which the
Institute works, within the scope of Information and Communication Technologies
(ICT).

Within the Big/Smart Data R&D Line, we work on techniques to analyse large
amounts of data, in order to obtain predictive models to detect anomalies in several
scenarios. Another important topic is the visualization techniques to ease the analytics
results transmission to the final users.

This document proposes some analytics techniques to detect anomalies on energy
data. First, we briefly introduce the applied techniques and the system architecture.
Then, we explain how we adapt those techniques to the proposed use cases (general
status description, prediction, anomalies detection). Finally, we design a general
visualization tool for decision-making.
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1. Introduccion

1.1. Objetivos del paquete de trabajo 2

El presente paquete de trabajo se centra en la aplicacidon de técnicas de prediccidon de
anomalias aplicadas al campo de la eficiencia energética. En concreto, se plantea el contexto
de edificios con dispositivos (sensores) que recogen mediciones continuamente. Se propone la
aplicacién de técnicas de aprendizaje automatico para analizar dichos datos para la deteccion
de anomalias desde el punto de vista energético. De este modo, se podran identificar posibles
problemas que repercutan en la eficiencia energética de los edificios.

Para conseguir este objetivo final, se han detectado los siguientes objetivos intermedios o
casos de uso:

e Analisis descriptivo del estado actual.
e Sistema de prediccion.
e Sistema de deteccién de anomalias.

A continuacién se incluye una descripcion mas detallada de los sistemas a implementar para
dar solucién a cada uno de los objetivos sefialados.

1.2, Objetivo del presente documento

Este documento resume las técnicas que se han aplicado para el andlisis de los datos con el
objetivo de la deteccién de anomalias en el campo energético.

Para ello, en primer lugar se introducen brevemente las técnicas generales que se
implementan y se explica la arquitectura del sistema. A continuacion, se detallan las técnicas
aplicadas dentro de los casos de uso contemplados en el proyecto (descripcion del estado
general, prediccion, deteccidon de anomalias), haciendo hincapié en las técnicas empleadas y
los resultados obtenidos. Finalmente, se muestran las tareas relacionadas con el disefio de una
herramienta de visualizacién de datos que apoye a los usuarios en la toma de decisiones.

2. Sistemas estadisticos sensibles al contexto aplicados a tareas
de mantenimiento

El sistema que se plantea en este trabajo se enmarca dentro de los denominados “sensibles al
contexto”, que tratan de interpretar su entorno con un objetivo determinado. En general, la
informacidn contextual se obtiene a partir de medidas tomadas por sensores, que permiten al
sistema tener una cierta percepcion de su entorno. Asi pues, el objetivo principal del
modelado del contexto consiste en identificar cambios relevantes en su entorno para actuar
acordemente [7]. Un modelo de contexto deberia:

1) Identificar precisamente la informacidn necesaria,

2) Identificar y representar las relaciones entre la informacion capturada,
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3) evaluar la adecuacién de los sistemas de razonamiento que se empleardn, y
4) considerar la escalabilidad.

En este trabajo se aplican modelos sensibles al contexto basados en técnicas estadisticas para
la deteccidn de anomalias.

Tradicionalmente, los sistemas de mantenimiento se han clasificado en:

- Mantenimiento correctivo. Se detecta cuando un sensor falla, de manera que se
conoce cuando se debe llevar a cabo una reparacion, reconfiguracién o sustitucién
[8][9][10].

- Mantenimiento preventivo. Se intenta actuar antes de que falle el dispositivo o
necesite ser limpiado, reajustado o reparado. Si se conoce la distribucidn de
probabilidad del tiempo de vida, el sistema puede lanzar una alerta antes de que el
dispositivo necesite mantenimiento. Dicha distribucion deberia ser idealmente
proporcionada en la especificacidon del dispositivo. En otro caso, se podria estimar a
partir de datos histdricos de dispositivos similares [11][12].

- Mantenimiento predictivo. Intenta anticipar el fallo de un dispositivo provocado por
razones diferentes a su distribucién de tiempo de vida. Estos modelos son mas
complejos que los anteriores, ya que deben tener en cuenta variables independientes
medidas en el contexto del dispositivo. Las técnicas de analisis estadistico
multivariante pueden buscar contextos poco usuales dependientes de diversas
medidas (datos internos o externos tomados en un instante dado) [13][14].

Se pueden encontrar multitud de casos reales que aplican estas técnicas en [15][16][17].

El objetivo de este proyecto se enmarcaria pues en el denominado “mantenimiento
correctivo”, ya que se plantea la deteccidon de anomalias una vez ya producidas.

En cuanto a las técnicas estadisticas que se plantea aplicar para implementar dicho
mantenimiento correctivo, se contemplan tanto unidimensionales como multidimensionales.
En ambos casos, se basaran en técnicas basadas en Deep learning. Se proporcionan mas
detalles en las secciones correspondientes (4.4 y 4.5).

3. Arquitectura del sistema

A continuacién, se describe la arquitectura del sistema en el que se ejecutan las técnicas de
analisis que detallan en el presente documento.

En resumen, el sistema recoge datos provenientes de los sensores desplegados, los analiza y
ofrece las conclusiones de dichos andlisis, como se muestra en la siguiente figura.
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Figura 1. Arquitectura general del sistema.

3.1. Arquitectura Big Data

Los sensores desplegados en el edificio generaran una gran cantidad de datos heterogéneos de
manera continua, que deben ser recibidos y procesados por el sistema. Asi pues, se ha optado
por una arquitectura basada en Big Data. De esta manera, se asegura la escalabilidad, el
procesamiento de grandes cantidades de datos, y el andlisis de nuevos datos en tiempo
reducido.

En resumen, nuestro sistema se aloja en un clister de cdlculo compuesto por un nodo maestro
y varios nodos trabajadores. El hardware estd virtualizado con OpenStack, que permite un
despliegue sencillo de nuevos nodos trabajadores (actualmente, hasta 6000) dependiendo de
las necesidades de almacenamiento y procesamiento. En resumen, estos nodos se configuran
como sigue:

e Nodo maestro: 8 VCPUs, 16GB RAM, 160GB HD
e Nodos trabajadores: 4 VCPUs, 6GB RAM, 80GB HD

La instalacion general de cada nodo incluye:

e HDFS-Hadoop 2.6. Hadoop Distributed File System (HDFS) es un sistema de ficheros
basado en Java que proporciona almacenamiento escalable y robusto en un cluster de
servidores.

e YARN. YARN es el centro de la arquitectura de Hadoop que permite multiples motores
de procesamiento de datos como SQL interactivo, streaming en tiempo real, analisis de
datos y procesamiento en lotes para manejar los datos almacenados en una Unica
plataforma.
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e MapReduce. MapReduce es un modelo de programacién y su implementacion
asociada para el procesamiento y generacidn de grandes conjuntos de datos con
algoritmos paralelos distribuidos en un cluster.

e Spark 1.3.1. Spark procesa datos en memoria, lo que permite la implementacion de
algoritmos iterativos rapidos para analisis avanzado, como por ejemplo la clasificacidén
de conjuntos de datos.

e Sqoop. Apache Sqoop importa y exporta (Ingress/Egress) datos entre Hadoop vy
sistemas estructurados de almacenamiento como bases de datos relacionales.

e Hive 1.1. Hive estd considerado el estandar de facto para peticiones SQL interactivas
sobre grandes cantidades de datos en Hadoop.

e H20 3.x. H20 es un software de cdédigo abierto para el andlisis big data. Se emplea
para la exploracién y andlisis de conjuntos de datos almacenados en sistemas de
computacion en la nube, en HDFS o en sistemas operativos convencionales.

e (Cloudera. CDH (Cloudera Distribution Including Apache Hadoop) contiene los
componentes principales de Hadoop para ofrecer procesamiento de grandes
cantidades de datos de manera distribuida, escalable y robusta (ver Figura 2). También
incluye otros componentes relacionados con la seguridad, la alta disponibilidad y la
integracion con hardware y software de terceros.

CDH
BATCH ANALYTIC SEARCH MACHINE STREAM 3RD PARTY
PROCESSING SQL ENGINE LEARNING ~ PROCESSING APPS
(MapReduce, {Impala) {Cloudera Search)  (Spark, MapReduce, {Spark) (Partners)
Hive, Pig) Mahout)

WORKLOAD MAMAGEMENT frarn)

STORAGE FOR ANY TYPE OF DATA
UNIFIED, ELASTIC, RESILIENT, SECURE tsentr)

DATA INTEGRATIOM (sqacp, Flume, NFS)

Figura 2. Arquitectura Big Data basada en Cloudera®.

! Fuente: www.cloudera.com
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Evaluacion

Para evaluar la escalabilidad de esta arquitectura, se ha disefiado un algoritmo similar a los
gue implementaran las técnicas estadisticas en nuestro sistema. Se ha ejecutado en el clister
para comprobar cdmo escala a medida que se cargan y procesan datos. La prueba consiste en
los siguientes pasos:

- El algoritmo toma datos de varias fuentes, aprende una funcidn para interpolar datos
faltantes (uno de los procedimientos de data wrangling, como se ve en la seccion
correspondiente).

- Elalgoritmo en Python utiliza Spark in Memory y librerias Pandas.
- Selanza Spark en el cluster del servidor, utilizando YARN.

- Subimos los datos en HDFS utilizando Hue, por lo que los datos se distribuyen entre los
nodos.

- Ejecutamos el script Python mediante el comando spark-submit.

- Segun lo va necesitando el algoritmo, los datos se cargan en memoria distribuida. Del
mismo modo, la computacién también se distribuye entre los nodos.

- Enlas siguientes figuras (Figura 3, Figura 4, Figura 5) se muestra cémo el clister escala
de manera transparente para el usuario y utiliza mas recursos segun la necesidad del
algoritmo.

- El programa finaliza correctamente, interpolando con éxito los valores faltantes.

ClOUDEra Manager i Ciisters - Hosts Diagnéslico - Audilorias Grificos - Copia de seguridad ~ Adminisiracidn

Chustee 1 # 30 mirulos anterior 4 O iciembre o8 <
Pools de recursos dindmicos Essdo  Configuracisn

Estado Graficos 30m th 2 Bh 120 10 7d 304
YARN uliza 64 veures y 210 G de memuria, [e—— Veres saigracon y ires)

Uso de pool de recursos

s da la darecha confienen mricas dricamento de YARN

Memoria  VComes  Conlenedores  Contenedores
asignads  signados asignados pendientes

08 0 0 [

o 0 o o me [p——— P saignaciones o post
[op— P eustas o post

P custes njas ae poot P custas tpas 5s post Contmnasorss an spscuessn

Cantansdurss pancientas GComensanres srsness

signacion de sontanedares ¥ memota por N Askgnaciin de comenadorss y mamark por N...

Figura 3. Inicializacion del cluster.
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Estado Gréficos 30m 1h 2h Bn 12n 1d 78 304
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Uso de pool de recursos

Esta tabla y los graficos de la derecha contienen métricas unicamente de YARN,
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Consenadores arréneos

cloudera Inicio Cidsteres ~ Hosts Diagndstico - Auditorias Gréf e seguridad = Administracion

Chuster 1 .30 minutos arierior 4 de dcembre de 2015, 1125UTC # M g €
Pools de a Estado
Estado Gréficos 30m 1h 2n 6n 120 1d 79 300
YARN utiza 64 vcores y 210 GIB de memori. Mamarta(ssignada y o) Voores saignados y teves)
! Uso de pool de recursos
| Esa 1301 o do deecha contonen ticasiicameredo AN .
Nombred®  Memoria  VCors Contensdores Confenedores
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- 250 s 50 o . # VoA 1
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N
e ez, o = 0 Ao R ot M
Por cuotas os poot Por s oo ot
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Figura 5. Cluster con alta carga.

E3.1 INFORME DE TECNOLOGIAS DE DETECCION DE ANOMALIAS APLICADAS A LA EFICIENCIA ENERGETICA PAGINA 11 de 27



2] ° UNION EUROPEA
SCOGENERALITAT - IVACE L
\Q& VALENCIANA INSTITUTO VALENCIANO DE -

COMPETITIVIDAD EMPRESARIAL Una manera de hacer Europa

4. Analisis e implementacion de modelos de deteccion de
anomalias aplicados a la eficiencia energética

En esta seccién se detallan las técnicas que se han investigado e implementado para la
deteccion de anomalias en el campo de la eficiencia energética.

El trabajo se ha centrado en tres casos de uso que se han considerado interesantes desde la
perspectiva de la eficiencia energética: descripcidon del estado energético presente, prediccion
de valores futuros, y deteccion de anomalias.

Para ello, se han estudiado diversas técnicas de aprendizaje automatico (machine learning)
susceptibles de ser implementadas en una arquitectura Big Data como la descrita en secciones
anteriores.

4.1. Corpus de datos

Las técnicas basadas en aprendizaje automatico que se aplican en este trabajo son capaces de
aprender las caracteristicas de los datos de ejemplo (corpus de muestras) que se le
proporcionan. Dicho conocimiento se plasma en una serie de modelos estadisticos en una fase
previa de aprendizaje (entrenamiento) que son capaces de aprender las relaciones existentes
entre una serie de variables explicativas y una o varias variables objetivo. Una vez generados,
estos modelos se pueden aplicar sobre nuevas muestras de datos para analizar sus
caracteristicas con respecto a los empleados en la fase de entrenamiento, o para realizar
predicciones sobre su comportamiento.

Asi pues, el entrenamiento de los modelos constituye una fase esencial en cualquier aplicacion
de machine learning. Es necesario seleccionar un conjunto de muestras significativas (corpus),
similares a los datos que se pretenden analizar cuando el sistema se encuentre “en
produccién”.

Para el presente trabajo, se ha seleccionado un corpus de medidas energéticas tomadas en
edificios. En concreto, cada uno de los 378 edificios instala un contador inteligente (modelo
Landis&Gyr ZMD410CTSAT en Figura 6), con el que se ha tomado un afio de mediciones
mensuales de potencia activa, carga inductiva y carga capacitiva. Ademas, algunos de los
edificios (26), tienen analizadores para cada una de sus lineas (general, climatizacion, hornos,
iluminacion y frio industrial, ver Figura 7) que cada 6 horas proporcionan la carga reactiva
inductiva, la potencia activa y el cos (¢) (ver Figura 8). Finalmente, se conoce informacion
descriptiva adicional de cada edificio, como su tamaiio, localizacién, tipo, nombre del director
y del encargado de mantenimiento.
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Figura 7. Modelo del analizador instalado en cada linea.

\900

B P

Figura 8. Relacidn entre activa (P), reactiva (Q), aparente (S) y angulo de fase (¢) 2.

4.2. Preparacion de los datos

Los datos deben ser preparados para la adecuada aplicacidn de las técnicas de aprendizaje
automatico. Este proceso transforma los datos “en crudo” homogeneizandolos y eliminando
inconsistencias para facilitar el entrenamiento de los modelos estadisticos. En general, la
preparacion de los datos (data wrangling o munging) deberia contemplar al menos los
siguientes pasos:

2 Fuente: Wikipedia.
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e Integracidn. Conversion de los datos en crudo de tal manera que:

o Cada muestra del corpus (usualmente, una fila en un fichero o base de datos)
se corresponda con un individuo de la poblacién estadistica bajo estudio.

o Cada muestra tenga un conjunto de caracteristicas o variables (usualmente,
columnas en un fichero o base de datos), con lo que se dispondrd de
individuos con caracteristicas multidimensionales sobre las que se
estableceran las relaciones pertinentes.

En el caso del corpus de datos considerado en este trabajo, los datos en crudo son
ficheros csv provenientes del volcado de una base de datos. Se han integrado en
ficheros en los que cada muestra es un conjunto de mediciones realizadas en un
edificio al mismo tiempo, afiadiendo la informacidn descriptiva del edificio. Asi, cada
muestra se compone de un conjunto de caracteristicas como las mediciones de un
sensor (por ejemplo, el consumo de energia activa representada en un nimero
racional), una fecha, una categoria numérica para conocer el tipo de edificio, las
coordenadas geograficas del edificio, un codigo correspondiente al encargado de
mantenimiento, etc.

e Alineamiento temporal.

El anterior proceso de integracién combina datos provenientes de fuentes diversas.
Habitualmente, esta combinacién se realiza de acuerdo a la dimensién temporal, es
decir, agrupando en un individuo todas las mediciones obtenidas en un momento
dado.

Dicho alineamiento debe tener en cuenta varios aspectos, especialmente cuando las
frecuencias de muestreo son diferentes para cada medida. Ademads, algunas técnicas
estadisticas (como las series temporales) necesitan que la frecuencia de muestreo sea
constante, esto es, que tiempo transcurrido entre cada par de medidas consecutivas
sea siempre el mismo. En aquellos casos en los que dicha frecuencia no se mantenga
de manera fija, se pueden aplicar técnicas de agregacion de datos cada cierto tiempo
fijo o ciclo de trabajo especifico.

El conjunto de datos utilizado en este trabajo se encontraba alineado temporalmente,
pues se trataba de datos recogidos en periodos concretos de tiempo preestablecidos
inicialmente.

e Normalizacion.

Los datos pueden ser continuos (p.ej. temperatura), discretos (p.ej. el nimero de
personas en una habitacidn), o cualitativos (p.ej. si una puerta estad abierta o no).
Puede ser conveniente estandarizar los datos cuantitativos para que las caracteristicas
sean comparables entre si independientemente de sus unidades.
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Algunas técnicas de aprendizaje automatico llevan a cabo una estandarizacidn inicial,
que habitualmente elimina las dimensiones de las variables en estudio. Este es el caso
de las técnicas aplicadas en este trabajo, por lo que no ha sido necesaria una
normalizacién previa de los datos.

e Datos andmalos.

Los datos anémalos son aquéllos que se apartan del resto, debido en muchas
ocasiones a una mala introduccién por fallos del aparato de medida o algun tipo de
anomalia que no deberia de producirse dentro de un régimen estacionario. La lejania
de estos datos respecto a lo considerado como normal provoca que los estimadores de
los modelos varien enormemente, lo cual dificulta la obtencidon de los modelos. Esta
problematica justifica una fase previa de analisis de dichos datos, necesaria para
localizar los datos andmalos y eliminarlos antes del entrenamiento. De esta manera,
los modelos estadisticos se podran entrenar con mayor precisién, pues aprenderan lo
gue se considera poblacionalmente correcto, necesitando menor cantidad de muestras
de ejemplo.

En el caso del corpus de datos seleccionado para este trabajo, este paso no ha sido
necesario.

e Datos faltantes.

En general, los algoritmos de aprendizaje necesitan que cada muestra tenga el mismo
numero de caracteristicas. Sin embargo, es habitual que haya caracteristicas de valor
desconocido, especialmente cuando se ha hecho un alineamiento temporal y las
frecuencias de muestreo no coinciden entre las medidas. También se puede deber a
errores en la comunicacién, ficheros incompletos, sensores estropeados, etc.

En estos casos, los datos faltantes deberian simularse de acuerdo a su correlacion con
el resto de caracteristicas para el individuo concreto, o interpolandolos a partir de sus
valores anteriores. Algunos algoritmos permiten el marcado de los datos faltantes con
un caracter especial de manera que se pueden tener en cuenta en la fase de
aprendizaje, como es el caso de la técnica drop out del Deep learning.

No habia datos faltantes en el conjunto seleccionado para este trabajo.

e Maldicion de la dimensionalidad.

Una elevada dimensionalidad en los individuos produce una necesidad de incrementar
el numero de muestras de aprendizaje para poder llenar poblacionalmente el espacio
creado al introducir cada dimension. Este incremento en el nimero de muestras
necesarias tras la introduccién de una nueva dimensidn es exponencial, ya que cada
nueva dimensién amplia el espacio disponible de manera multiplicativa. La habitual
dificultad para conseguir un nimero suficiente de muestras provoca la conocida como
maldicién de la dimensionalidad, que consiste basicamente en que nuestro espacio
estd practicamente vacio o con un numero insuficiente de muestras en algunos puntos
como para poder extraer conclusiones estadisticas de dichas zonas. Para solucionarlo,
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existen técnicas que permiten la reduccién de dichas dimensiones, bien mediante la
seleccidon de las caracteristicas originales que mejor nos dirijan hacia el objetivo
buscado, bien mediante la proyeccién de las caracteristicas originales en un nuevo
espacio de menor dimensionalidad.

En el corpus empleado en este trabajo, la cantidad de caracteristicas utilizadas no ha
sido excesivamente elevada, por lo que no ha sido necesaria la aplicacion de este tipo
de técnicas.

e Multicorrelacion.

La multicorrelacidon entre las variables explicativas es otro de los problemas que
pueden surgir en la obtencion de modelos. Cuando las variables no son
independientes, unas ocultan o incrementan el efecto de otras, por lo que los modelos
pueden no extraer relaciones significativas existentes en los datos, o por el contrario,
aprender relaciones significativas inexistentes. La solucién de esta problematica, como
sucedia con la maldiciéon de la dimensionalidad, se suele resolver mediante la
aplicacion de técnicas de seleccién de caracteristicas o proyecciéon en espacios de
menor dimensionalidad.

En los modelos presentados no se han aplicado técnicas que resuelvan dicha
problematica, quedando su posible aplicacidon para estudios posteriores de mejora de
los modelos ya existentes.

e Transformacion de variables.

En muchas ocasiones, las variables originales no tienen las relaciones lineales
apropiadas para los objetivos buscados. Sin embargo, ciertas transformaciones de
éstas si que pueden llegar a encontrar relaciones lineales apropiadas. En otras
ocasiones, las variables simples no son los factores mas relevantes para explicar un
objetivo concreto, sino la interaccion entre varias de estas variables. Para poder
encontrar estas relaciones relevantes, es necesaria la aplicacion de técnicas de
transformacion que permitan encontrar dichas mds alld de las variables originales.

En los modelos planteados aqui no se han aplicado dichas transformaciones, quedando
pendiente su uso en estudios posteriores de mejora de los modelos ya existentes.

4.3. Descripcion del estado energético

Previamente al planteamiento del sistema de deteccion de anomalias, es aconsejable una
primera aproximacién puramente descriptiva al problema de la eficiencia energética. De este
modo, se puede conseguir una idea clara del estado real de las infraestructuras y detectar
posibles anomalias simplemente comparando las mediciones realizadas en diferentes edificios.
Asi, a partir de este andlisis inicial, se pueden establecer medidas correctoras aprendiendo de
la experiencia de los edificios que consiguen mejores mediciones y aplicandola al resto.

Tras el andlisis del conjunto de datos empleado en este trabajo, se han elegido tres criterios
Utiles para establecer un ranking seglin sus consumos de activa, inductiva y capacitiva

E3.1 INFORME DE TECNOLOGIAS DE DETECCION DE ANOMALIAS APLICADAS A LA EFICIENCIA ENERGETICA PAGINA 16 de 27



° NION EUROPEA
CINRALTYT  VACE ot
é;% VAI_ENC'ANA INSTITUTO VALENCIANO DE -

COMPETITIVIDAD EMPRESARIAL Una manera de hacer Europa

normalizadas tomando el tamafio del edificio. Dicha normalizaciéon permite una comparacion
entre los edificios y detectar facilmente los de menor eficiencia energética.

Estos datos descriptivos se pueden calcular de manera rapida mediante scripts de Python/R en
Spark. Desde el punto de vista de la visualizacién, es interesante una representacion intuitiva
de estos estadisticos, para que un usuario humano pueda identificar facilmente los problemas
relacionados con la eficiencia energética. Por esta razdn, se ha optado por una representacion
basada en mapas de calor (Figura 9). En ella se observa en rojo las zonas de menor eficiencia
por metro cuadrado respecto a las verdes donde encontramos una mayor eficiencia por metro
cuadrado.

Alboraia

""wp%

Figura 9. Mapa de calor de la potencia activa por metro cuadrado para cada edificio.

4.4, Prediccion

En este segundo caso de uso, se ha desarrollado una herramienta para la prediccién del
consumo de energia futuro.

Esta herramienta tendria, en principio, dos claras aplicaciones:
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e Planificar costes futuros.

e Deteccion de anomalias al comparar el consumo real con el predicho o esperado para
un contexto dado.

Para la implementacidn de este sistema de prediccidn, se propone el uso de series temporales,
técnica que analiza el comportamiento de valores pasados para inferir valores futuros.

En un entorno big data como el utilizado en este trabajo, las series temporales se pueden
implementar mediante técnicas de Deep learning, similares a redes neuronales (Figura 10) [1].
De esta manera, el sistema serd capaz de estimar y emplear estos modelos en tiempo
razonable independientemente de la cantidad de datos a considerar.

Las técnicas de Deep learning han demostrado su eficacia en multiples dreas (visién por
computador, reconocimiento de imagenes y voz, etc.) [1]. Estas técnicas estan
experimentando un renacimiento debido a la disponibilidad de mayor capacidad de computo,
mejores algoritmos y mas datos.

Figura 10. Red neuronal con capas de entrada, ocultas y de salida.

Una de las caracteristicas del corpus de datos utilizado en este trabajo es que sélo dispone de
informacidn de un afio. Por ello, los ciclos y estacionalidades en una medicién de un edificio
con frecuencias mayores no se podrian capturar por la serie temporal. No se trata de un
problema aislado cuando se trabaja con datos reales, especialmente cuando los sensores se
han instalado recientemente. Para abordar este asunto, se ha optado por generar un modelo
“general” de edificio, es decir, entrenado a partir de datos de todos los edificios con el objetivo
de aprender el comportamiento comun a todos ellos. De esta manera, se resuelve la falta de
datos para un edificio dado asumiendo que se comportard de manera similar a otros parecidos
aél.

La estructura de los modelos de Deep learning aplicados al aprendizaje de series temporales
que se ha disefiado en este trabajo es la siguiente:

e (Capa de entrada (24 neuronas): Activa, inductiva, capacitiva de los ultimos 5 meses.
Descripcidn del edificio (superficie, director, encargado de mantenimiento,...).

e Capa de salida (1 neurona): Consumo de potencia active del siguiente mes.

e (Capas ocultas: se han probado distintos nimeros de capas internas con diverso
numero de neuronas cada una.
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La Figura 11 compara los valores predichos de consumo de potencia active con respecto a sus
valores reales para un edificio determinado.
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Figura 11. Prediccion de activa y sus valores reales para un edificio.

Evaluacion

Para la evaluacion de esta técnica, se ha dividido el corpus en dos conjuntos aleatorios. El
primero, con el 75% de las muestras, se ha empleado para entrenar los modelos. El segundo,
con el 25% restante, se ha empleado para evaluar los modelos previamente obtenidos. De esta
manera, al evaluar con muestras no utilizadas durante el entrenamiento, se obtiene una
medida objetiva de la capacidad de aprendizaje de la técnica, similar al resultado que se
encontraria en un entorno real en produccidon. Ademas, asi se evita el sobreajuste de los
modelos al conjunto de datos de entrenamiento, evaluando mejor la capacidad de
generalizacién de la técnica.

Los modelos se han evaluado calculando la variabilidad de la variable objetivo (en este caso, el
consumo de activa del mes siguiente que se muestra en la neurona de salida de la red) que es
capaz de capturar el modelo. Esta variabilidad SS:: (del inglés total sum of squares, suma de
cuadrados todal) se puede dividir en la variabilidad capturada por las variables introducidas en
el modelo (SSreg, SUma de cuadrados explicada), y por otras variables desconocidas (suma de
cuadrados residual, SSyes).

SStot = SSreg + SSres
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En un buen modelo, SSres sera baja, ya que el modelo serd capaz de explicar la mayor parte de
la variabilidad. En general, el coeficiente de determinacidn (R?) evalla su relacién:

RZ = IOO*SSreg/SStQt

R? es un estadistico que proporciona informacién sobre la bondad del ajuste de un modelo.
Por ejemplo, en regresidn, el coeficiente de determinacion R? es una medida estadistica de lo
bien que se aproxima la linea de regresién a los puntos de los datos reales. Si R? es 1, significa
gue la linea de regresién se ajusta perfectamente a los datos.

En nuestro caso, tomaremos un modelo base sin ninguna informacién, que predice valores
futuros utilizando la media de una distribucidn de probabilidad normal. Si nuestro modelo de
Deep learning consigue mejores resultados que dicho modelo base, podremos afirmar que
nuestra implementacion es capaz de aprender. De este modo, el modelo base con el que nos
compararemos tiene los siguientes valores:

SSreg=0
SStot = SSres
R*=0
En cambio, los conseguidos por nuestro modelo de Deep learning son los siguientes:
R%train= 72%
R%est = 64%

El modelo ha sido capaz de capturar un 64% de la variabilidad de dicha variable para el
conjunto de test. Es decir, pese a la escasa cantidad de datos, se consigue predecir un 64% de
variabilidad ante datos que no se han visto en la fase de entrenamiento. Este resultado mejora
claramente el modelo base, lo cual demuestra la capacidad de la técnica para aprender y
generalizar. Cabe destacar que se puede considerar un buen resultado, a pesar de no haber
entrenado con datos de mas de un afio de antigliedad. Esto habria permitido conocer el
consumo de activa del mismo mes del afio anterior, que previsiblemente habria aportado
informacidn significativa.

Alertas

Como subproducto de este sistema de prediccidn, se puede detectar una situacidn inusual
comparando los valores predichos con los reales medidos. Proponemos emplear el error
cuadratico medio (MSE, Mean Square Error o varianza) para decidir si esta diferencia (residuo,
e) deberia lanzar una alerta.

Cuando el valor absoluto del residuo dividido entre el MSE es mayor que 1.96, significa que se
encuentra en la parte exterior de una distribucidon normal con un 95% de confianza. Asi, estas
alertas indican que el valor medido es mayor o menor que el esperado en una situacion
normal.
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Alerta si: |e/sigma]|>1,96
Dado: e=real-predicho

sigma=sqrt (MSE)

4.5, Deteccion de anomalias

Finalmente, se ha estudiado la aplicacién de técnicas de Deep learning para la deteccion de
anomalias multidimensionales en un corpus en el que no se ha etiquetado previamente las
muestras andmalas, como es el que se utiliza en este trabajo. Este tipo de corpus no
etiquetado es bastante habitual, ya que el proceso de etiquetado es costoso al implicar la
intervencién humana. Sin embargo, es mas comun disponer de un corpus de medidas tomadas
de manera automatica para el que se desea discernir situaciones anémalas.

Para resolver este problema, se ha implementado la aproximacidon basada en auto-encoders
[2]. Un auto-encoder es una red neuronal en la que existe el mismo niumero de neuronas en la
capa de entrada y en la capa de salida. Al contrario que en la aproximacién empleada en la
prediccién, explicada en la seccién anterior, en este caso, se hace coincidir los valores de las
neuronas de salida con las de entrada. Sin embargo, al tener las capas internas menor nimero
de neuronas, se fuerza al modelo a realizar una reduccién de dimensionalidad al pasar de la
capa de entrada a la primera capa oculta. Se puede considerar que se lleva a cabo una
reduccion similar a la realizada por otras técnicas estadisticas como el PCA (Andlisis de
Componentes Principales) [5]. Inversamente, el modelo deberd expandir las neuronas
intermedias para producir la capa de salida.

Asi pues, una vez entrenado el modelo, ante una nueva muestra, se reducirdn sus dimensiones
y se volveran a expandir. Es decir, el modelo habrd aprendido las correlaciones entre las
neuronas de entrada para ser capaz de reducirlas en las capas intermedias y recuperar
posteriormente los valores iniciales. Si este proceso se realiza correctamente, la salida de la
Ultima capa estard muy préxima a la entrada que se le proporciond. Sin embargo, si la muestra
que se analiza es diferente a las que se han empleado en la fase de entrenamiento del modelo,
es decir si es andmala con respecto a las muestras consideradas “normales”, no se
mantendran las correlaciones aprendidas en el entrenamiento, por lo que esta reduccién y
expansion producira un resultado distinto a la muestra de entrada.

Siguiendo esta filosofia, se han entrenado un auto-encoder para cada edificio con
analizadores, con 14 neuronas de entrada y sus correspondientes 14 neuronas de salida
(inductiva, activa y cos (¢) para cada una de las lineas: climatizacion, hornos, iluminacién, frio
industrial y general).

Alertas

Con el objetivo de establecer la similitud entre los valores de la capa de salida y la de entrada,
se ha optado por calcular su distancia de Mahalanobis [4], que puede entenderse como una
distancia euclidea en un espacio multidimensional. Segun el valor de esta distancia se puede
establecer la probabilidad de que exista una anomalia en la muestra. Por otra parte, se puede
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establecer cudles de los factores intervinientes son responsables de la anomalia analizando la
contribucidon normalizada de cada una de ellos sobre la distancia multidimensional.

La Figura 12 muestra una posible visualizacidn del resultado de estos modelos a lo largo del
tiempo para un edificio determinado. Se han establecido categorias segin el grado de
probabilidad de la existencia de anomalias. Para ello, se han obtenido automaticamente
umbrales a partir de los percentiles (0.95, 0.99) de las distancias.
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Figura 12. Anomalias detectadas en un edificio a lo largo del tiempo.

Verde significa comportamiento normal, amarillo significa posible anomalia, rojo significa
anomalia muy probable.

Evaluacion

Se han evaluado los modelos entrenados dividiendo el corpus de datos en conjuntos de
entrenamiento y test, de manera similar a como se explicé en la seccion de prediccion. En este
caso, se ha optado por medir la precision del modelo calculando su desviacion estandar,
obteniéndose un RMSE de 0,012. Asi pues, es de esperar que las distancias de este modelo se
distribuyan conforme a una distribucion normal con media 0 y desviacién tipica 0,012.
Ademas, podria utilizarse esta distribucidon para detectar posibles anomalias, de igual forma
que se realizarian en un sistema de control estadistico de calidad clasico basado en graficos de
control [6].
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5. Herramienta de visualizacion

Se ha disefiado una herramienta para la visualizacidn de los resultados y la navegacién grafica
avanzada a través de los mismos para facilitar la toma de decisiones.

En esta herramienta, se presentan en primer lugar los datos recogidos en las mediciones
histdricas y las que se reciben en tiempo real. Para ello, se emplean mapas y graficos similares
a los mapas de calor presentados en secciones anteriores, ademas de diversos widgets para
representar los diversos tipos de datos.

Por otra parte, también se muestran los resultados de las técnicas explicadas en este
documento, de manera que se le proporciona al usuario una herramienta para comprender el

estado de las medidas disponibles, asi como la prediccion de estados futuros y la deteccion de
anomalias.
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Figura 13. Mockup de Dashboard

El dashboard muestra tres widgets (aunque en el futuro puedan ser mas) que recogen el
comportamiento general en materia eficiencia energética del sistema. En concreto, muestra
un mapa de calor que representa una clasificacion de la eficacia de un conjunto de edificios
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ubicados en diferentes lugares, un widget que permite conocer el consumo energético a lo
largo del tiempo, un listado de las alertas y las acciones correctivas llevadas a cabo para
solucionarlas.

3. Single Efficiency
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Figura 14. Mockup de Eficiencia Energética

Este mockup representa el estado del edificio en cuanto a eficiencia energética se refiere. En
concreto, representa tres widgets en los que se recoge la energia consumida a lo largo del
tiempo, un conjunto de indicadores de la calidad de eficiencia energética y un conjunto de
alertas y acciones correctivas relacionadas con solucionar problemas detectados por los
motores de prediccion.

Este mockup serd instanciado para cada uno de los edificios que se quiera monitorizar,
permitiendo asi construir una arquitectura de vistas que ira desde la generalidad (mapa con un
conjunto de edificios) hasta la particularidad (edificio o partes del mismo).

De nuevo, este mockup serd un paso intermedio antes de llegar a los datos que generaron las
lecturas de consumo energético, representados por la siguiente figura.
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6. Sensors
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Figura 15. Mockup de listado de sensores

El mockup representa el acceso a los valores de las mediciones de los sensores ubicados en un
edificio. Estos pueden ser filtrados por un conjunto de pardmetros como el tipo de sensor,
parte del edifico o la fecha de la medicidn. Esta vista nos permite bucear en el océano de datos
gue seran recolectados por los sistemas de medicién.

Representados los mockups mads importantes de la herramienta de visualizacidn, se muestran
a continuacidn el resto de funcionalidades relacionadas con la gestién de las
operaciones/acciones correctivas, objetivos que se persiguen y los indicadores de rendimiento.
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Figura 16. Resto de mockups de la herramienta de visualizacion
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